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RESUMO

Atualmente na area médica existe uma grande quantidade de informagdes nao
estruturadas (i.e., em formato textual) sendo produzidas na literatura médica. Com o
grande volume de dados, torna-se impossivel que os médicos e especialistas da area
analisem toda a literatura de forma manual, exigindo técnicas para automatizar a analise
destes documentos. Com o intuito de identificar as informacdes relevantes, estruturar e
armazenar estas informacdes em um banco de dados, para posteriormente identificar
relacionamentos interessantes entre as informa¢bes extraidas, nesta dissertacdo €
proposto um processo baseado em paragrafos para a extracao de tratamentos de artigos
cientificos do dominio biomédico. A hipbtese € que a busca inicial de sentengas que
possuem termos de complicacdo melhora a eficiéncia na identificagdo e na extracdo de
termos de tratamento. Isso acontece porque tratamentos ocorrem principalmente na
mesma sentenca de complicagdo ou em sentencas préximas no mesmo paragrafo. Esta
metodologia utiliza trés abordagens de extracdo de informagédo encontradas na literatura:
abordagem baseada em aprendizado de maquina para classificar as sentencas de
interesse; abordagem baseada em dicionario com termos validados pelo especialista da
area e abordagem baseada em regras. A metodologia foi validada como prova de
conceito, utilizando artigos do dominio biomédico, mais especificamente da doenca
Anemia Falciforme. A prova de conceito foi realizada na classificagdo de sentencas e
identificacdo de termos relevantes. O valor da acurdcia obtida na classificacdo de
sentencas foi de 79% para o classificador de complicacdo e 71% para o classificador de
tratamento. Estes valores condizem com os resultados obtidos com a combinagéo do
algoritmo de aprendizado de méaquina Support Vector Machine juntamente com a
aplicacéo do filtro Remocgéo de Ruido e Balanceamento das Classes. Na identificacdo de
termos relevantes, os resultados da metodologia proposta obteve percentual superior de
42% de medida-F comparado a classificagdo manual (31%) e comparado ao processo
parcial, ou seja, sem utilizar o classificador de complicacéo (36%). Mesmo com a baixa
revocacdo, foi possivel obter 100% de revocacéo para os termos distintos de tratamento,
ndo impactando o processo de extracdo, e portanto a hipdtese considerada neste

trabalho foi comprovada.

Palavras-chave: Extragdo de Informacao, Tratamentos, Mineragdo de Textos, Pré-Processamento,

Dominio Biomédico, Doenca Anemia Falciforme.



ABSTRACT

Currently in the medical field there is a large amount of unstructured information (i.e., in
textual format). Regarding the large volume of data, it makes it impossible for doctors and
specialists to analyze manually all the relevant literature, which requires techniques for
automatically analyze the documents. In order to identify relevant information, as well as
to structure and store them into a database and to enable future discovery of significant
relationships, in this paper we propose a paragraph-based process to extract treatments
from scientific papers in the biomedical domain. The hypothesis is that the initial search
for sentences that have terms of complication improves the identification and extraction of
terms of treatment. This happens because treatments mainly occur in the same sentence
of a complication, or in nearby sentences in the same paragraph. Our methodology
employs three approaches for information extraction: machine learning-based approach,
for classifying sentences of interest that will have terms to be extracted; dictionary-based
approach, which uses terms validated by an expert in the field; and rule-based approach.
The methodology was validated as proof of concept, using papers from the biomedical
domain, specifically, papers related to Sickle Cell Anemia disease. The proof of concept
was performed in the classification of sentences and identification of relevant terms. The
value obtained in the classification accuracy of sentences was 79% for the classifier of
complication and 71% for the classifier of treatment. These values are consistent with the
results obtained from the combination of the machine learning algorithm Support Vector
Machine with the filter Noise Removal and Balancing of Classes. In the identification of
relevant terms, the results of our methodology showed higher F-measure percentage
(42%) compared to the manual classification (31%) and to the partial process, i.e.,
without using the classifier of complication (36%). Even with low percentage of recall,
there was no impact observed on the extraction process, and, in addition, we were able to
validate the hypothesis considered in this work. In other words, it was possible to obtain
100% of recall for different terms, thus not impacting the extraction process, and further

the working hypothesis of this study was proven.

Keywords: Information Extraction, Treatments, Text Mining, Preprocessing, Biomedical Domain,

Sickle Cell Anemia.
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DICIONARIO DE CONCEITOS

Tratamento: drogas, terapias e procedimentos usados para tratar uma doenca.

Efeito negativo da doenca (ou complicacao): qualquer efeito negativo inerente da
doenca, ou seja, decorrentes das hemacias falciformes, independente do uso de um
determinado tratamento. Sindrome toracica aguda (acute chest syndrome),
sequestro esplénico (splenic sequestration) e falha renal crbénica (chronic renal
failure) sdo alguns exemplos de complicacbes da Anemia Falciforme. Sintomas da
doencga também s&o considerados complicagbes, como febre (fever), hemorragia
(hemorrhage) e inflamacéo dos dedos do pé e da méo (dactylitis);

Efeito negativo do tratamento (ou efeito colateral): problemas ocasionados por
estimulos do tratamento, ou seja, sdo os efeitos negativos causados por um
tratamento. O uso de certas drogas ou terapias pode causar nos pacientes com
Anemia Falciforme os seguintes efeitos colaterais: leucemia (leukemia), contagio por

virus devido a transfusdo de sangue (HIV) e depresséo (depression);

Efeito positivo do tratamento (ou beneficio): melhorias ou beneficios ocasionados
por estimulos do tratamento, ou seja, séo os efeitos positivos proporcionados por um
tratamento, tais como remissdo da doenca (disease remission), melhora clinica
(clinical improvement) e reducéo no tempo de internagéo (reduction in hospitalization

time).
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Capitulo 1

INTRODUCAO

Neste capitulo é apresentado o problema de pesquisa que foi investigado ao longo do
mestrado, o contexto envolvido, a motivacdo e os desafios que deram origem ao
desenvolvimento deste projeto de pesquisa. Os principais objetivos séo discutidos e as
contribuicbes mais importantes sdo apresentadas, finalizando com a descricdo da

organizacédo da dissertacéo.

1.1 Consideracdes Iniciais

Atualmente na area médica uma grande quantidade de dados tem sido
produzida e armazenada em documentos no formato textual ndo estruturado,
proporcionando a criagdo de volumosos conjuntos de documentos digitais
(STAVRIANOU; ANDRITSOS; NICOLOYANNIS, 2007; LUO, 2008; AGARWAL; YU;
KOHANE, 2011). O grande volume de dados armazenados ultrapassa em muito as
habilidades humanas para interpreta-los manualmente, exigindo técnicas
computacionais para automatizar a analise desses documentos digitais de forma agil
e preferencialmente de forma automatica ou semiautomatica. Devido a alta taxa de
crescimento da quantidade de documentos textuais, a qual € medida no contexto
desta dissertacdo de mestrado em termos do nimero de publicacbes de artigos em
periodicos e em eventos cientificos, torna-se impossivel que o0s meédicos e

especialistas da area meédica analisem toda a literatura relevante de forma manual,
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mesmo quando se restringe a artigos em topicos especificos (JENSEN; SARIC;
BORK, 2006).

Assim, abordagens de extracao de informacao séo utilizadas como recursos
para estruturar as informacdes relevantes do texto, com o objetivo de permitir a
descoberta futura de relacionamentos interessantes entre as informacfes extraidas
(JENSEN; SARIC; BORK, 2006; AGARWAL; YU; KOHANE, 2011). Com o objetivo
de identificar as informacdes relevantes, além de estruturar e armazenar estas
informacBes em um banco de dados, nesta dissertacdo é proposto um processo
baseado em paragrafos para a extracdo de tratamentos de artigos cientificos
do dominio biomédico.

Este trabalho foi desenvolvido em parceria com a Universidade de Sédo Paulo

e a Universidade Metodista de Piracicaba, as quais participaram conjuntamente com

aUFSCarnopr oj et o de p e s AfgnuEndrenmentrfdr AnalyzingaRb@ of i

Sickle Cell Disease0 cujo projeto objetiva definir e implantar um ambiente para a
analise de dados da doenca Anemia Falciforme. Este ambiente € constituido por
dois sistemas principais: DORS-SCA (Data Organizing and Recovering System for
Sickle Cell Anemia) e DSS-SCA (Decision Support System for Sickle Cell Anemia). O
primeiro sistema visa extrair informacdes de artigos cientificos originalmente no
idioma inglés sobre a doenca Anemia Falciforme e armazena-las em um banco de
dados. O segundo sistema objetiva identificar padrdes e permitir a predicdo de fatos
futuros por meio da aplicacdo de técnicas de mineracdo de dados em um data
warehouse.

O projeto AN Environment for Analyzing Data of Sickle Cell Diseased o r i
algumas pesquisas em nivel de mestrado, sendo que MATOS (2010) se preocupou
em extrair informacdes de efeitos negativos da doenca (ou complicacdes) e efeitos
negativos do tratamento (ou efeitos colaterais); LOMBARDI (2011) destacou a
importancia de extrair padrdes numericos sobre pacientes, tais como: informagdes
de quantidade de pacientes e quantificacdo de eventos aos quais 0s pacientes foram
submetidos nos estudos para andlises estatisticas, e GOMIDE (2011) enfocou a
mineracao de dados baseada em grafos no contexto da Anemia Falciforme.

Complicacao entende-se por qualquer efeito negativo inerente da doenca, ou
seja, decorrentes das hemacias falciformes, independente do uso de um
determinado tratamento. Sindrome toracica aguda, sequestro esplénico e falha renal

cronica sao alguns exemplos de complicagées da doenca AF. Sintomas da doenca

gi

no
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também s&o considerados complicagcbes, como febre, hemorragia e inflamacéo dos
dedos do pé e da mao (dactylitis). Ja efeito negativo do tratamento (ou efeito
colateral) sdo problemas ocasionados por estimulos do tratamento, ou seja, sdo 0s
efeitos negativos de um tratamento, como exemplo, contagio por virus devido a
transfusdo de sangue (HIV) e depresséo (SILVA; RAMALHO; CASSORLA, 1993;
SILVA PINTO et al., 2009).

1.2 Motivacgao

O surgimento da Mineracéo de Textos (MT) foi motivado pela necessidade de
se descobrir de forma semiautomatica informacfes e conhecimento em textos. A
utilizacdo das ferramentas de Mineracdo de Textos torna-se indispensavel neste
cenario, possibilitando o processamento de uma grande quantidade de textos,
permitindo recuperar informacgdes relevantes, possibilitando a extracdo de
informacdo e o reconhecimento de padrées (EBECKEN; LOPES; COSTA, 2003;
GUPTA; LEHAL, 2009).

Este trabalho utiliza a MT para identificar e extrair informacgdes Uteis, novas e
interessantes em artigos cientificos do dominio biomédico, os quais estdo no formato
PDF e escritos em inglés, mais especificamente aplicada como prova de conceito
em artigos completos da doenca Anemia Falciforme. A Anemia Falciforme (AF), ou
Sickle Cell Anemia (SCA), € uma doenca hematolégica e hereditéria, a qual causa a
destruicdo crbnica das células vermelhas do sangue, afetando principalmente a
populacdo negra e considerada como um problema de saude publica no Brasil
(SILVA_PINTO et al., 2009) .

Neste contexto, esta pesquisa em nivel de mestrado tem como objetivo extrair
as informacbes em artigos cientificos completos sobre tratamentos de doencas

relacionados ao dominio biomédico.
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1.3 Objetivos e Hipobteses

A extracdo de informacdo enfocara especificamente em termos de
Atratamentoso (i .e. dr ogsados pataé&ataapna dosncay.

Foi realizada uma analise empirica de artigos da doenca Anemia Falciforme,
para os quais se descobriu que: (i) ~10% dos tratamentos apareceram na sentenca
anterior ou posterior a sentenca na qual uma complicacéo foi encontrada; (ii) ~90%
dos tratamentos apareceram na mesma sentenca na qual a complicacdo foi
encontrada; e (iii) muitos poucos tratamentos ocorreram em sentencas mais
distantes.

A partir desta analise empirica, esta pesquisa se baseia nas seguintes
hipoéteses:

H1. E possivel extrair termos de tratamento de forma semiautomatica.

H2. E possivel alcangar uma alta preciséo e revocacgio de termos distintos de
tratamentos conhecidos utilizando um dicionéario estendido com variacdes de termos
e siglas.

H3. E possivel alcancar uma precisdo e revocacdo satisfatéria na
identificacdo de novos termos de tratamento utilizando regras especificas
desenvolvidas para um dominio biomédico.

H4. A busca inicial de sentencas que possuem termos de complicacdo
melhora a eficiéncia na identificacdo e extracao de termos de tratamento. Considera-
se como hipétese que na maioria dos casos os termos de tratamento ocorrem em
mesma sentencga que possui um termo de complicacéo (i.e. de um efeito negativo da
doenca) ou em sentencas préximas de uma complicacdo em um mesmo paragrafo.
Sendo assim, o paragrafo é considerado neste processo como uma unidade com
conteudo de informacgdes centralizado, no qual se localiza a informacao de interesse
(i.e. termos de tratamento).

Portanto, o objetivo desta pesquisa é extrair informacdes de artigos cientificos
do dominio biomédico, especificamente a extracdo de tratamentos, e para alcangar
este objetivo é proposto um processo que combina trés abordagens para a extracao
de informacdo: aprendizado de maquina, regras e diciondrio. A técnica de
aprendizado de maquina é utilizada especificamente na classificacdo de sentencas,

visando filtrar o conjunto de sentencas para um subconjunto de sentencas de

proc
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interesse, enquanto as regras e o dicionario sdo usados para a identificacdo e a

posterior extracao de termos de tratamento nas sentencas de interesse.

O processo proposto para a extracdo de termos de tratamento €

independente da doenca e os passos do processo ndo dependem de uma doenca

em si, mas foram aplicados para uma doencga particular (i.e. Anemia Falciforme).

1.4 Organizacao do Trabalho

O conteudo desta dissertacéo esta organizado em seis capitulos:

M

Capitulo 1: € abordado o problema que foi investigado, o contexto da
pesquisa, a motivacdo para a definicdo do tema, as hipoteses e 0s
objetivos;

Capitulo 2: descreve a fundamentacdo tedrica que sera usada no
desenvolvimento deste trabalho a qual possui conceitos importantes
para o entendimento do problema e da solucéo proposta;

Capitulo 3: descreve e analisa os trabalhos relacionados a este projeto;
Capitulo 4: detalha o trabalho desta pesquisa em nivel de mestrado,
descrevendo o ambiente proposto para a extracao de tratamentos;
Capitulo 5: descreve a prova de conceito para analisar as principais
etapas da metodologia (i.e., classificacdo de sentencas e identificacédo
de termos relevantes);

Capitulo 6: sumariza as principais contribuicdes, producdes cientificas
e conclusdes obtidas a partir do desenvolvimento do processo

proposto, além de propor sugestdes de trabalhos futuros.



Capitulo 2

FUNDAMENTACAO TEORICA

Este capitulo descreve os conceitos e o0s fundamentos tedricos necessarios para
compreender a proposta da metodologia de pré-processamento textual para extragdo de
informacédo de termos de tratamento de artigos cientificos do dominio biomédico. Isto
compreende o0s conceitos de extracdo de informacdo, as suas abordagens e as
principais tarefas de extracdo. Compreende também conceitos sobre mineracdo de
textos, e ainda, fundamentos usados em mineracdo de textos, tais como processamento

de lingua natural e aprendizado de maquina.

2.1 Mineracé&o de Textos

A Mineracdo de Textos (MT), também conhecida como Mineracdo de Dados
Textual ou Descoberta de Conhecimento Textual, refere-se ao processo de obter
conhecimento relevante, Util e interessante de bases textuais, ou seja, de dados néao
estruturados. Apoia-se em alguns conceitos de Minera¢cédo de Dados (MD) (FAYYAD;
PIATETSKY-SHAPIRO; SMYTH, 1996), o qual pretende extrair regularidades,
padrdes ou tendéncias de grandes volumes de textos em lingua natural para um
dominio especifico (EBECKEN; LOPES; COSTA, 2003; MHAMDI; ELLOUMI, 2008;
GUPTA; LEHAL, 2009).

Mineragdo de textos é uma area multidisciplinar que utiliza técnicas das areas
de Recuperacdo de Informacéo, Processamento de Lingua Natural, Extracdo de
Informacéo, juntamente com algoritmos e métodos de KDD (Knowledge Discovery in
Database), Aprendizado de Maquina e Estatistica (HOTHO; NURNBERGER;
PAASS, 2005; GUPTA; LEHAL, 2009).
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Atualmente, diversas &reas tém armazenado um grande volume de
documentos em formato textual (JENSEN; SARIC; BORK, 2006; AGARWAL; YU,
KOHANE, 2011). A informacéo, que € indiretamente medida em termos do nimero
de artigos e revistas que séo publicados, estd aumentando a uma taxa consideravel,
de modo que ndo é mais possivel analisar toda a literatura cientifica relevante de
forma manual, mesmo em temas especializados (JENSEN; SARIC; BORK, 2006;
THOMPSON et al., 2011). A quantidade de informacao on-line atualizada em 2009
pela pesquisa do IDC (International Data Corporation) foi de 800 exabytes de dados,
que compreende o valor de 8 x 10%° bytes (800 quintilhdes de bytes).

Devido a essa taxa de crescimento de documentos textuais, ferramentas de
mineracdo tornam-se essenciais, as quais possibilitam extrair as informacdes de
modo semiautomatico e promover o reconhecimento de padrdes. Ademais, para que
toda esta informacdo ndo estruturada armazenada em documentos textuais seja
processada é necessario utilizar métodos e algoritmos de pré-processamento para
extrair padrbes uteis (JENSEN; SARIC; BORK, 2006; AGARWAL; YU; KOHANE,
2011).

Existem na literatura algumas variacdes do processo de mineracao de textos.
Originalmente foi proposta uma divisdo do processo em nove etapas em (FAYYAD,;
PIATETSKY-SHAPIRO; SMYTH, 1996). No geral, o processo contém quatro etapas
principais (EBECKEN; LOPES; COSTA, 2003; FELDMAN; SANGER, 2007;
MHAMDI; ELLOUMI, 2008): (i) coleta de documentos, (ii) pré-processamento, (iii)
extracao de padrdes; e (iv) analise e avaliacdo dos resultados, conforme ilustrado na
Figura 2.1.

=
ento | =31

Coletade |
Textos f

Figura 2.1 - Processo de mineracdo de texto em quatro etapas.
A fase inicial tem por objetivo a coleta dos dados que vao constituir a base
textual, ou seja, determinar e selecionar o dominio de abrangéncia das técnicas de

mineracdo de texto. A segunda etapa, denominada de pré-processamento, €
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responsavel por obter uma representacao estruturada dos documentos (FELDMAN;
SANGER, 2007). Apés os documentos serem representados em um formato
adequado, é possivel realizar a extracdo de conhecimento utilizando técnicas de
mineracao de textos de forma similar ao processo tradicional de mineracao de dados
(MHAMDI; ELLOUMI, 2008). Finalmente, na dultima etapa, deseja-se avaliar o
resultado gerado a partir dos passos anteriores.

Rezende et al. (2003) apresentam uma abordagem que divide o processo em
um ciclo que pode ser repetido varias vezes. Esta abordagem é dividida em cinco
grandes etapas, como pode ser observado na Figura 2.2: (i) identificacdo do
problema (fase anterior ao processo de MD), etapa no qual o especialista do dominio
identifica e define o problema, determina os requisitos, objetivos e metas a serem
atingidas; (ii) pré-processamento, etapa de extracdo e integracao, transformacao,
limpeza, selecdo e reducédo dos dados; (iii) extracdo de padrdes, entende-se como a
aplicagcdo de algoritmos de mineracdo de dados para a extragao de conhecimento;
(iv) etapas de pés-processamento e utilizacdo do conhecimento (fase posterior ao
processo de MD), compostas pelas fases de validacdo e visualizacdo dos

resultados.

. ¢ Extragio de
Pré- Padrdes
Processamento
Identificagie Pos-
do Problema Processamento
Utilizagdo do
Conhecimento

Figura 2.2 - Etapas do processo de mineracéo de dados.
Fonte: Adaptado de Rezende et al. (2003).

O enfoque desta pesquisa em nivel de mestrado é a fase de pré-

processamento do processo de mineragcao de textos, a qual corresponde a segunda
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etapa do processo de MT. Para esta fase de pré-processamento, uma metodologia
de extracdo de informacdo é proposta para tratar especificamente do assunto
it r at aemeonttadodem artigos cientificos do dominio biomédico. A prova de
conceito ira abor dar o] a s s u n hoo donfinior dat doeng nAnenia
Falciforme, para o qual a metodologia foi aplicada e cujo resultado € descrito no
Capitulo 4.

A fase de pré-processamento € composta de um conjunto de transformacdes
a serem executadas em dados crus ndo estruturados, com o objetivo de preparar,
organizar e transformar estes dados para um formato adequado para a operagao de
mineracao (ARANHA, 2007; FELDMAN; SANGER, 2007). O formato escolhido para
classificacdo de sentenca geralmente € representado em uma tabela atributo-valor,
esta que constitui os documentos e tem como caracteristica valores dispersos dos
dados e uma alta dimensionalidade (ARANHA, 2007). A tabela atributo-valor é
representada em um modelo espaco vetorial, no qual cada documento é
representado por um vetor (Q) e cada posicédo deste vetor equivale a um atributo
(dimens&o) do documento (0). A classe dos documentos (&) é ilustrada na dltima
coluna da matriz, caso estes documentos sejam rotulados. Caso contrario, esta
coluna é eliminada da matriz atributo-valor (EBECKEN; LOPES; COSTA, 2003). O
modelo bag-of-words (saco de palavras) é um dos formatos de representacdo de
documentos que utiliza a definicdo do modelo espaco vetorial. A abordagem bag-of-
words ignora a ordem das palavras assim como qualquer informacédo de pontuacéo
ou estrutural, mas retém o numero de vezes que uma palavra aparece (ANTHONY;
LASHKIA, 2003; EBECKEN; LOPES; COSTA, 2003).

Na Tabela 2.1 é apresentado um exemplo do preenchimento de uma tabela
atributo-valor, com as células com valores binérios e os atributos relacionados ao
dominio da Anemia Falciforme.

As sentencas e atributos (Hydroxyurea, HU, therapy) s&@o pertinentes as
sentengas a seguir:

1. Treatment: iHydroxyurea (HU) is considered to be the most successful

drug therapy for severe sicklecell di sease (SCD) . 0

2. OthernAs a whol e, 34 patients were
on the basis of abnormal TCD, and 7 of the 21 explored by MRI/MRA had

moderate/ severe arterial stenosi s.

consi

0
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Tabela 2.1 - Exemplo de uma tabela atributo-valor definida por duas classes.

Atributos

Hydroxyurea | HU | Therapy | Classe

2]

8 | Sentengal 1 1 1 Treatment
g

$ | Sentenca2 0 0 0 Other

n

Legenda: 1 = contém; 0 = ndo contém

As transformacdes a serem aplicadas aos dados ndo estruturados constituem
em identificar, ajustar e tratar os dados corrompidos, atributos irrelevantes e valores
desconhecidos. Estas técnicas de pré-processamento sao tratadas na Secéo 2.6.

Depois da aplicacdo das técnicas de pré-processamento sdo aplicadas as
tarefas de mineracao de texto, tais como agrupamento e regras de associagéo, que
torna explicito o relacionamento entre os documentos; classificacdo que identifica os
topicos de um documento e ainda sumarizagdo que objetiva produzir
automaticamente resumos, sem perder as caracteristicas-chave (EBECKEN;
LOPES; COSTA, 2003).

A etapa de analise e validacao dos resultados obtidos é realizada na etapa
final. A qualidade e o desempenho dos resultados podem ser avaliados utilizando
medidas padrdo da Recuperacdo de Informacao, tais como Precisdo (medida de
fidelidade), Revocacdo (medida de completude), e ainda, medida-F (média
harménica ponderada entre a Precisdo e a Revocacédo) (CLEVERDON; MILLS;
KEEN, 1966; EBECKEN; LOPES; COSTA, 2003).

2.2 Tarefas de Mineracao de Textos

Cada tipo de tarefa extrai um tipo diferente de conhecimento dos textos e a
escolha pela tarefa é feita de acordo com o objetivo final do processo de descoberta
de conhecimento. As tarefas de mineracéo de textos mais frequentes podem ser
divididas, como observado na Figura 2.3 em tarefas preditivas e descritivas
(REZENDE et al., 2003).
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Mineragdo de
Dados

Tarefas Tarefas
Preditivas Descritivas
Classificagdo Regressao Agrupamento Associagao Sumarizagao

Figura 2.3 - Tarefas de mineracéo de textos.
Fonte: Rezende et al. (2003).

Tarefas preditivas compdem-se da generalizacdo de exemplos ou
experiéncias passadas com respostas conhecidas em uma linguagem capaz de
identificar a classe de um novo exemplo. Os tipos de tarefas para predicdo séo:
classificacdo, que € baseado na predicdo de um valor categorico; e regressao, no
qual o atributo a ser predito € baseado em um valor continuo. Estas tarefas
preditivas utilizam os modelos de aprendizado de maquina supervisionado, uma vez
que as categorias sdo sempre pré-conhecidas e disponiveis junto aos dados,
denominados exemplos rotulados (MONARD; BARANAUSKAS, 2003).

As tarefas descritivas utilizam modelos de aprendizado de maquina nao
supervisionado e baseiam-se na identificagdo de comportamentos particulares da
colecdo de dados, nos quais estes dados sdo exemplos nao rotulados ou tratados
como nao rotulados (REZENDE et al., 2003). Os tipos de tarefas para descricdo sao:
agrupamento, que visa agrupar os dados de acordo com alguma semelhanca entre
eles; regras de associacdo, que sao relacdes logicas inferidas entre dados
correlacionados analisados conjuntamente (AGRAWAL; SRIKANT, 1994); e
sumarizagao, que visa obter a producdo de resumos (EBECKEN; LOPES; COSTA,
2003). A seguir é apresentada a tarefa de classificacdo que é utilizada nesta

dissertacdo na fase de classificacdo de sentencas.

2.2.1 Classificacao

Classificacdo é uma tarefa de aprendizado supervisionado que possui a
funcdo de classificar um documento (ou uma sentenca no contexto desta
dissertagdo) em categorias predefinidas (YANG; PEDERSEN, 1997; DORRE;
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GERSTL; SEIFFERT, 1999; SEBASTIANI, 2002; IKONOMAKIS; KOTSIANTIS;
TAMPAKAS, 2005). Dado um conjunto pré-definido de categorias (ou classes), o
objetivo da classificacdo € criar um classificador que possa predizer se um novo
documento pertence ou ndo a uma categoria (YANG; PEDERSEN, 1997). Na
comunidade cientifica a abordagem predominante para classificacdo é baseada em
técnicas de aprendizado de maquina (SEBASTIANI, 2002).

A Figura 2.4 apresenta o processo de classificacdo. Um conjunto de
documentos pré-classificados em categorias é considerado para treinamento (a).
Este é analisado com o objetivo de prover um esquema de classificacdo (b). Assim,
0 esquema de classificacdo pode ser utilizado para a classificacdo de outros
documentos (c), classificando o documento (d) nas categorias definidas
anteriormente (a) (DORRE; GERSTL; SEIFFERT, 1999).

Documentos de Treinamento Documentos
Catl
(c)
Cat2 Cat3 T
= (a) ‘
~
Classificador

Treinar

Y o |

75 %

(d)

(b)

Catl Cat2 Cat3

Esquema de Classificagdo

Figura 2.4 - Classificacdo de documentos.
Fonte: Adaptado de Dorre, Gerstl e Seiffert (1999).

No ambito deste projeto, esta tarefa sera usada para classificar as sentencas
de cada documento em classes pré-definidas, tais como a ¢ | dratanmentofife a
c | a sauteoso para o classificador de tratamento, e a ¢ | acenspkcacdoo e a
c | a somteoso flara o classificador de complicagdo. Esta etapa ocorrerd antes da
etapa de extracdo de informacao, a qual usara das técnicas de dicionario e regras
para localizar e extrair partes relevantes das frases pré-classificadas em tratamento.

Portanto, a classificagdo sera usada na metodologia proposta como um filtro que
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selecionara apenas as sentencas de interesse, diminuindo o custo de andlise das

sentencgas de um artigo.

2.3 Extracéo de Informacéo

Extracdo de Informacé@o (El) é uma subarea do Processamento de Lingua
Natural (PLN) que se concentra em reconhecer e extrair trechos relevantes em
documentos ndo estruturados ou semiestruturados, para posteriormente serem
armazenados em um formato estruturado, tipicamente em um banco de dados
(FELDMAN; SANGER, 2007). Cada documento € processado para extrair as
entidades e os relacionamentos relevantes (i.e. fatos ou eventos que envolvem
certas entidades) (FELDMAN; SANGER, 2007). Apds o armazenamento dos dados
extraidos, estes dados sdo submetidos a algoritmos de mineracdo de dados,
integrados em bases de conhecimentos para permitir o0 raciocinio ou apenas
apresentados diretamente para os usuarios (JACKSON; MOULINIER, 2002;
MOONEY; BUNESCU, 2005; ANANIADOU; KELL; TSUJII, 2006; ANANIADOU;
NENADIC, 2006; CUNNINGHAM, 2006; FELDMAN; SANGER, 2007; GUPTA,
LEHAL, 2009).

No contexto desta dissertacdo de mestrado, El é caracterizada como um
instrumento essencial inserido em um ambiente de analise dos dados de doencas no
dominio biomédico. Este ambiente (tratado na Secdo 1.1) visa extrair informacoes
médicas de forma semiautomatica de um conjunto de artigos cientificos sobre uma
doenca escritos no idioma inglés e armazenados no formato PDF (Portable
Document Format). Mais especificamente, este trabalho enfocara especificamente o
assunto Atratamentoo como objetivo da extr a

Existem trés abordagens principais aplicadas na El. aprendizado de maquina
(KOU; COHEN; MURPHY, 2005; COHEN; HUNTER, 2008), regras (ANANIADOU;
MCNAUGHT, 2006) e dicionario (KRAUTHAMMER; NENADIC, 2004). Essas

abordagens sao detalhadas a seguir na se¢éao 2.4.
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2.4 Abordagens para extracao de informacao

Kou, Cohen e Murphy (2005) e Cohen e Hunter (2008) descrevem duas
abordagens para a extracdo de informacdo: abordagem baseada em regras,
utilizada para identificar padrdes de extragdo com o uso de expressoes regulares; e
abordagem baseada em aprendizado de maquina, que utiliza classificadores para
separar ou identificar sentencas de interesse. Além dessas, Krauthammer e Nenadic
(2004) apresentam uma terceira abordagem para o reconhecimento automatico de
termos: abordagem baseada em dicionario, a qual utiliza informacdes de um
dicionario para auxiliar na identificagdo dos termos ou das entidades no texto. Essas
abordagens séo as trés predominantes na literatura e essenciais para a extracao de

conhecimento no dominio biomédico, sendo detalhadas nas proximas sec¢oes.
2.4.1 Abordagem Baseada em Aprendizado de Maguina

Técnicas de aprendizado de maquina séo utilizadas em Reconhecimento
Automatico de Termo (RAT), que sao projetadas para atender a uma classe
especifica de entidades, e usam dados de treinamento para aprender as
caracteristicas que sdo Uteis e relevantes para o reconhecimento e a classificacéo
de termos (KRAUTHAMMER; NENADIC, 2004). Varias técnicas de aprendizado de
maquina tém sido utilizadas para identificacdo e classificacdo de termos, incluindo
Hidden Markov Model (HMM), Naive Bayes, Support Vector Machines (SVM) e
arvores de decisdo (EBECKEN; LOPES; COSTA, 2003).

Os principais problemas relacionados aos algoritmos de aprendizado de
magquina sdo a necessidade de grandes quantidades de dados de treinamento e o
fato que a classificacdo € prejudicada quando o conjunto de dados de uma classe é
pequeno em relacdo a outras classes (BATISTA; CARVALHO; MONARD, 2000;
ANANIADOU; MCNAUGHT, 2006).

O objetivo desta dissertacdo de mestrado é extrair informacdes de artigos
cientificos do dominio biomédico, especificamente a extracdo de dados sobre
tratamentos. Portanto, esta abordagem sera utilizada para construir um classificador
destinado a classificar as sentencas nas classesficomp | i ¢ a- « ¢séntemcasii out r

que ndo sdo de complicacdo) e posteriormente um classificador com o propésito de
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classificar as sentencas pré-sel eci onadas nas cl asses At
(sentencas que néo sdo de tratamento). A construcao destes dois classificadores se
faz necessario para conferir a hipétese deste trabalho, que considera que na maioria
dos casos os termos de tratamento ocorrem em uma mesma sentenca que possui

um termo de complicagdo ou em sentencgas proximas em um mesmo paragrafo.

2.4.2 Abordagem Baseada em Regras

A abordagem baseada em regras utiliza termos padrdo de formacéo. Esta
abordagem baseia-se no desenvolvimento e na aplicagdo de regras que descrevem
estruturas de nomes comuns para certas classes de termos, usando ortografia léxica
descrita por expressao regular, ou recursos morfossintaticos mais complexos
(ANANIADOU; MCNAUGHT, 2006).

Um exemplo de padrbes extraidos a partir de regras € ilustrado abaixo, o qual

permite encontrar o relacionamento entre hidroxiureia (droga) e um tratamento:

< hidroxiureia> desempenha um papel no <tratamento>

<tratamento> esta associado com < hidroxiureia>

Para identificacdo destes relacionamentos, pode-se utilizar (SILVA et al.,
2007):

1 Andlise linguistica (ou andlise sentencial): a estrutura de um texto é
formada de sentenca a sentenca, sendo assim a primeira e a menor
unidade do processamento. Uma sentenca pode ser definida como
uma unidade de comunicagdo, uma vez que se apresenta como uma
declaracdo dotada de expressdo completa de sentido, por exemplo,
senten-as constitu2das dBPemagphdavr a

1 Analise Semantica: extrair um significado completo da sentenca a partir
dos significados das palavras ou grupos de palavras, e das relacdes
entre elas, e neste caso, € necessario o conhecimento particular do
dominio, por exemplo, para distinguir a interpretacdo correta do termo
fbancoo (se € uma instituicdo financeira ou um assento em uma

cadeira).
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Segundo Ananiadou e McNaught (2006), esta abordagem é normalmente
dificil de se ajustar a diferentes dominios ou classes, uma vez que as regras sao
especificas do dominio. Outra desvantagem desta abordagem é o tempo significativo

para a definicdo e para a validacéo das regras (COHEN; HUNTER, 2008).

2.4.3 Abordagem Baseada em Dicionario

A abordagem baseada em dicionario dispbe de uma lista de termos para
localizar as ocorréncias no texto. Considera-se um termo ocorréncia de cada
sequéncia de palavras no texto que corresponder a uma entrada no recurso
terminolégico; apenas cadeias de caracteres sdo tratadas como tais termos
(ANANIADOU; MCNAUGHT, 2006). Neste contexto, as informagfes armazenadas
sdo pertinentes ao dominio biomédico, e estas informagbes promovem o
reconhecimento de termos tais como genes, proteinas, doencgas, tratamentos, efeitos
negativos de tratamentos (efeitos colaterais), efeitos positivos de tratamentos
(beneficios), e efeitos negativos de doencas (complicacées) e ainda, a combinacéo
entre eles. O casamento de padrdo geralmente é utilizado entre as entradas
contidas no dicionario e as palavras encontradas nas sentencas (MATOS, 2010).

Neste trabalho, termo refere-se a uma palavra. Um atributo composto por um
anico termo é conhecido como unigrama, e um atributo composto por € termos é
chamado de £€-grama (ARANHA, 2007). Uma €-grama de letras € uma sequéncia de
¢ letras da uma dada palavra, por exemplo: neste contexto considera a combinacao
fsickle cello na qual -gregmadorenmafdiow Xansplantationd que é
representada por 3-gramas.

Uma desvantagem da abordagem de dicionario é a restricdo de nomes que
estdo presentes no dicionario, sendo assim indispensavel o armazenamento de
palavras com variacdes, tais como palavras no plural, palavras com variacdo de
género e sinbnimos. Por exempl o, var i a- »eNs-kagpa Boh o me s
podem ser encontradas na literatura: iNF kappa Bo ,NF-Kappa-Bo ,NF-Rappa Bo ,
NF-Kappa-Ba (TSURUOKA; TSUJII, 2004). Tsuruoka e Tsujii (2004) também
alertam sobre 0 uso desta abordagem, apresentando dois problemas fundamentais:
falso reconhecimento causado principalmente por nomes curtos e baixa revocacéo
em sistemas de extragdo de informagéo devido a variagdes de ortografia. Na prova

de conceito desta dissertacdo, o esquema do banco de dados do Projeto da Anemia
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Falciforme utiliza uma tabela adicional nomeada de fvariationq para armazenar as
variacdes e os sinbnimos, de forma a reduzir os problemas da técnica de dicionério.
Segundo Kou, Cohen e Murphy (2005), extratores baseado em dicionario, ao
extrair nomes de proteina, geralmente tem uma baixa revocacdo, exceto se lidar
com as diversas variacdes de nome. Uma alternativa de se trabalhar com essas
variacdes € utilizar técnicas como aproximacdo de cadeias de caracteres (distancia
de edicdo) (LEVENSHTEIN, 1966), (TSURUOKA; TSUJII, 2004). Esta técnica
substitui, apaga e insere caracteres e digitos que podem ser usados para
implementar strings (cadeias de caracteres) mais flexiveis combinando sobre um
dicionario de termos de proteinas (ANANIADOU; MCNAUGHT, 2006). Por exemplo,
a distO©ncia de edi -kittend e sttingoe ®a s3 ,p ap caivsr ac o ni
edicBes € capaz de converter uma palavra na outra: kitten 1 1) sitten (substituicao de
Okd porsittim(sdyhst2i)t ui - «o kiding §irsércaqde 6 g6 findl)) e
Neste trabalho, ndo optamos pelo uso da técnica de aproximacdo de cadeias de

caracteres.

2.5 Tarefas da Extracao de Informacéao

Ananiadou e McNaught (2006) caracterizam extracdo de informag¢do como
uma representacao de cada fato como um template cujos slots sado preenchidos com
base no que foi localizado no texto. A extracdo de informacgdo esta subdividida em
cinco tarefas, conforme mostrados na Tabela 2.2, exemplificado por Cunningham
(2006).

Tabela 2.2 - Cinco tarefas de extracdo de informacéao.

Tarefa Descricao
Entidade Refere-se a uma entidade que possui um nome préprio. Extrai nome, pessoa,
Nomeada organizacéo e localizacéo. (e.g., Isabelle e Dominique como pessoas).
Correferéncia Identifica relagBes entre entidades. As correferéncias séo utilizadas quando a

definicho de um objeto tem uma relacdo de dependéncia conceitual com um

objeto ja instanciado (e.g., Comprei uma casa. Esta casa sera sempre minha).

Template Uma lista de entidades com seus atributos associados, tais como formas
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Element alternativas de um nome (e.g., 0 sistema acrescenta um alias alternativo quando

notague a o6admini £fTvat amb®mm skl ageofvesrren o0&

Template Identificacdo das propriedades dos Template Elements ou relacdes entre eles
Relation (e.g., relacdo entre o funcionario-presidente e a organizacdo-governo).

Scenario Extrai eventos. Um ou mais slots sdo preenchidos com template element ou
Template template relation para cada tipo de evento extraido (e.g., template element pode

ter identificado Isabelle e Dominique como pessoas, entidades presentes na

edicdo das cartas de amor de Napoledo).

O Reconhecimento de Entidade Nomeada (REN) envolve identificar
referéncias para tipos de objetos particulares, tais como nomes de pessoas,
empresas e localizagdbes (MOONEY; BUNESCU, 2005). Esta tarefa tem sido
utilizada em diversos dominios, inclusive para extrair informacéo de dados bioldgicos
e de documentos médicos (KRAUS; BLAKE; WEST, 2007; LEE; WU; YANG, 2007).

Entidade mencionada entende-se uma entidade referenciada em um
determinado contexto, podendo assim assumir papéis semanticos diferentes em
fungéo deste mesmo contexto (ARANHA, 2007).

Na é&rea biomédica as entidades sao tipicamente genes, proteinas,
tratamentos, efeitos e doencas. Nesta area, é possivel identificar uma proteina que
interage com outra proteina, ou que uma proteina esta localizada em uma parte
especifica da célula (MOONEY; BUNESCU, 2005). No contexto da Anemia
Falciforme, exemplos de entidades sdo: complicacfes da doenca (dor, tosse, febre e
dispneia), tratamentos (hidroxiureia, acido folico, antibioticos e transfusdo de
sangue), beneficio do tratamento (reducdo do numero de internacdo e remissao da
doenca).

J4 o Reconhecimento Automatico de Termo (RAT) refere-se ao processo de
extrair sistematicamente termos técnicos pertinentes e suas variantes de uma
colecdo de documentos. Seu principal objetivo € distinguir os termos de um campo
de assunto a partir de ndo termos, associando 0s termos extraidos com um conceito
em um framework semantico bem definido (ANANIADOU; MCNAUGHT, 2006).

Na area biomédica, sdo envolvidos os dois dominios de pesquisa i REN
(MOONEY; BUNESCU, 2005) e RAT (ANANIADOU; MCNAUGHT, 2006), pois ha
uma relacdo entre a pesquisa de entidade nomeada e terminologia. Por exemplo,
uma entidade nomeada € qualquer nome préprio, e alguns destes nomes podem ser

termos técnicos (e.g., Penicilina), que neste caso, sdo reconhecidos via RAT,
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enquanto outros nao (e.g., Hidroxiureia). Da mesma forma, pode haver termos

t ®cni cos Qque nN«kO0O S«O0O nomes pr-prios, por

técnico da medicina, mas ndo é um nome préprio. Tanto REN quanto RAT utilizam
das mesmas abordagens (aprendizado de maquina, regras e dicionario) para a
extracdo de informacao (ANANIADOU; MCNAUGHT, 2006).

2.5.1 Reconhecimento Automatico de Termo

Reconhecimento automatico de termo é uma classificacdo geral binaria que
organiza unidades lexicais do texto em dois grupos: termos e ndo termos. Denota
um conjunto de procedimentos que sao utilizados sistematicamente para reconhecer
0s termos pertinentes na literatura, ou seja, destacar unidades lexicais que sao
relacionados com conceitos relevantes do dominio (KRAUTHAMMER; NENADIC,
2004).

Os termos encontrados na literatura biomédica (tais como, genes, proteinas,
organismos, drogas e produtos quimicos) constituem conhecimento de dominio
utilizado pela comunidade cientifica e seria impossivel compreender ou extrair
informacBes de um artigo sem o reconhecimento e a associacdo correta desses
termos (KRAUTHAMMER; NENADIC, 2004). Neste contexto, na Tabela 2.3 é
apresentado um exemplo de termos sobre tratamento (em negrito) relacionado a

doenca Anemia Falciforme (e.g., termo encontrado: HU = hidroxiureia (Droga)).

Tabela 2.3 - Exemplo de sentenca com termos sobre tratamento da AF.

One large randomized trial tested the efficacy of HU in adults with SCD and found that after 2

years of treatment, Hb F% increased by 3.2 percent and hemoglobin increased by 0.6 g/dl.

Fonte: Segal et al. (2008).

Reconhecimento Automatico de Termo € composto de trés passos
(ANANIADOU; MCNAUGHT, 2006). O primeiro passo € o reconhecimento de termo
gue diferencia os termos dos nao termos (KRAUTHAMMER; NENADIC, 2004); no
segundo passo, os termos reconhecidos sao classificados nas classes mais amplas
do dominio, tais como genes, proteinas ou tecidos; e o passo final, que é o

mapeamento de termos, que associa automaticamente termos com novos conceitos

e
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representados por uma ontologia. Na Figura 2.5 sdo ilustrados 0s passos para

identificag&o de termo no texto.

[ Reconhecimento ]:> [ Classificacdo ][:b[ Mapeamento ]

Figura 2.5 - Passos para identificacdo de termo no texto.

Fonte: Adaptado de Krauthammer e Nenadic (2004).

Segundo Ananiadou e McNaught (2006), a maioria das abordagens no ambito
biomédico integra o reconhecimento de termo e a classificacdo de termo em uma
Gnica etapa, por exemplo, para identificar os termos e associa-los a classes pré-
definidas do dominio biomédico, como genes, proteinas ou doencas.

Esta dissertacdo objetiva aplicar RAT para reconhecer e classificar os termos,

integrando as trés abordagens utilizadas para extragdo de informacéo.

2.6 Processamento de Lingua Natural

O termo Processamento de Lingua Natural (PLN) (ou Linguistica
Computacional) € usado para descrever a funcdo de software ou hardware de um
sistema de computador que analisa e sintetiza a lingua falada ou escrita (JACKSON;
MOULINIER, 2002; PARDO, 2002; ARANHA, 2007).

Segundo Aranha e Passos (2006), PLN é uma técnica chave para a
mineracdo de textos, na qual utiliza conhecimentos da area da linguistica e permite
aproveitar ao maximo o conteddo do texto, extraindo entidades, seus
relacionamentos, detectando sindénimos, corrigindo palavras escritas de forma
errada, e ainda, desambiguizando-as.

A andlise de documentos em linguagem natural é realizada em algumas
etapas, conforme divisdo das camadas de processamento (JURAFSKY; MARTIN,
2000): fonético-fonoldgico: estudo dos sons linguisticos; morfologico: estudo dos

componentes significativas de palavras; sintatico: estudo das relagdes estruturais
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entre as palavras; semantico: estudo do significado; pragmatico: estudo de como a
linguagem é usada para realizar objetivos; e discursivo: estudo das unidades
linguisticas maiores do que um discurso unico.

Algumas das principais tarefas de PLN s&o: reconhecimento de contexto,
analise sintatica, semantica, léxica e morfologica, sumarizacao e traducao de textos
(MANNING; SCHUTZE, 1999).

Em mineracao de textos, os métodos para analisar textos de PLN escritos sao
usados na etapa de pré-processamento de forma a melhor representar o texto e
aproveitar mais o conteudo (ARANHA, 2007). Estes métodos combinam analise
sintaxe e seméantica (JENSEN; SARIC; BORK, 2006). O principal objetivo de PLN
para esta etapa baseia-se em reconhecer e classificar as entidades mencionadas
(ARANHA, 2007).

Segundo Spasic et al. (2005), o passo inicial para o processamento de texto
automatico é aplicacdo da tokenizacédo, que identifica as unidades basicas do texto
conhecidas como tokens, utilizando demarcadores explicitos, tais como espagco em
branco ou pontuacdo. Apds a tokenizacdo, pode ser realizado o processamento
léxico ou sintético, descritos a seguir:

Léxico: inclui lematizacdo: processo que substitui a palavra flexionada pela
forma basica sem numero e sem género; stemming: processo que reduz a palavra
ao seu radical;, Part-of-Speech (POS): classificacdo das palavras segundo a sua
classe gramatical que fornece informacfes sobre o conteudo morfolégico de uma
palavra (i.e., artigo, substantivo, verbo, adjetivo, preposi¢do, nimero e nome proprio)
ou morfossintatico (identifica as func¢des sintaticas como sujeito, predicado, aposto).
(EBECKEN; LOPES; COSTA, 2003; KOU; COHEN; MURPHY, 2005; SPASIC et al.,
2005; ARANHA, 2007; FELDMAN; SANGER, 2007). A Tabela 2.4 apresenta um

exemplo de frase etiquetada com Part-of-Speech.

Tabela 2.417 Exemplo de Part-of-Speech
Part-of-Speech

<Prop>Mr. Eskew</Prop> <Verb>was</Verb>
<Prop>VicePresident</Prop>

<Prep>of</Prep>....

Sintatico: envolve a analise da estrutura sintatica de uma sentenca, inclui:

shallow parser que em vez de fornecer uma analise completa de uma sentenca,
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shallow parser analisa apenas partes que sdo mais faceis e sem ambiguidades
(FELDMAN; SANGER, 2007) e deep parser que gera a representacdo completa da
estrutura sintatica de uma sentenca (FELDMAN; SANGER, 2007).

Remocao de stopwords: palavras consideradas nao relevantes na analise
de textos e que podem ser descartadas, tais como preposi¢coes, pronomes e artigos.

Essas técnicas podem ser aplicadas algumas conjuntamente e outras de
forma independente. Cada técnica de pré-processamento inicia com um documento
parcialmente estruturado até refinar a estrutura (por exemplo, usar stemming ou
lematizacdo) ou enriquecer a estrutura (por exemplo, valorizando as palavras com o
uso de POS) (FELDMAN; SANGER, 2007). A Tabela 2.5 ilustra exemplos de

lematizacdo e stemming.

Tabela 2.5 - Exemplos de Lematizacdo e Stemming.

Lematizacao Stemming

Cantaremos-> Cantar Cantaremos -> Cant

As técnicas de stemming e de remocéo de stopwords ndo sdo aplicadas no
contexto do dominio biomédico (por exemplo, para a doenga Anemia Falciforme)
porque geram perda de informacdo importante que pode prejudicar a extracdo de
i nforma-«o do assunt o stépwords,tpar exemploodeve-se@o
fato de que algumas stopwords ajudam na formacgéo de regras para a extracao dos

termos de tratamento.

2.7 Aprendizado de Maquina

Aprendizado de Maquina (AM) é uma area da Inteligéncia Atrtificial (IA) cujo
objetivo é o desenvolvimento de técnicas computacionais sobre o aprendizado, bem
como a construcdo de sistemas capazes de adquirir novos conhecimentos,
aperfeicoando-se automaticamente com a sua experiéncia, produzindo hipéteses
ateis (MITCHELL, 1997; MONARD; BARANAUSKAS, 2003).
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AM é utilizada no suporte a tarefa de classificagdo, porém néo se restringe a
construcéo de classificadores de texto, mas também pode ser aplicado a uma ampla
gama de tarefas de PLN para aplicacfes online, como exemplo, abordagens em que
sdo necessarias aplicacdes de corretores ortograficos, part-of-speech ou parsing
(JACKSON; MOULINIER, 2002).

Abordagens de aprendizado de maquina tém comprovado ser muito Uteis
para a extracdo de informacdo, incluindo abordagens que aprendem a extrair
diversas categorias de entidades de textos estruturados e ndo estruturados
(ZELENKO et al., 2003; CARLSON et al., 2010).

No contexto desta dissertacdo de mestrado, o aprendizado de maquina sera
utilizado para classificar as sentencas dos artigos cientificos, e neste projeto ndo
sera explorado e considerado que o aprendizado também pode ser dedutivo,
portanto, o mesmo utilizar4 a procedéncia da inducéo.

O aprendizado utiliza do principio da indugéo, que é sua forma de inferéncia
l6gica, com o propoésito de obter conclusdes genéricas a partir de um conjunto de
exemplos. Um conceito é aprendido executando a inferéncia indutiva sobre os
exemplos apresentados. Para a indugéo originar conhecimento novo representativo,
os exemplos das classes devem estar bem definidos e ter uma quantidade
satisfatéria de exemplos, adquirindo assim hipoteses convenientes para um
determinado tipo de problema (MONARD; BARANAUSKAS, 2003). O objetivo do
algoritmo (ou indutor) € construir um classificador que possa definir adequadamente
a classe de novos dados ainda nao rotulados.

O aprendizado indutivo pode ser dividido em supervisionado e nao
supervisionado, ilustrados na Figura 2.6. No aprendizado supervisionado é fornecido
um algoritmo de aprendizado e um conjunto de exemplos de treinamento para 0s
quais o rétulo da classe associada € conhecido. No aprendizado ndo supervisionado
o indutor analisa os exemplos e tenta determinar se alguns deles podem ser

agrupados de alguma maneira formando agrupamentos.
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Aprendizado
Indutivo

SN

Aprendizado
Supervisionado

Aprendizado
Nao-
Supervisionado

/ Preditivo \ Descritivo

Classificacao Regressao

Figura 2.6 - Hierarquia do aprendizado

Fonte: Adaptado de Monard e Baranauskas (2003).
Monard e Baranauskas (2003) classificam AM em alguns paradigmas, que
compreendem:

1 Simbdlico, buscam aprender construindo representacdes simbolicas
de um conceito por meio da anélise de exemplos e contraexemplos
como expressao logica, arvore de decisdo, regras ou rede semantica.
Exemplo: Algoritmos de arvore de decisdo como ID3, C4.5;

1 Estatistico, baseia-se em utilizar modelos estatisticos para encontrar
uma boa aproximacao do conceito induzido. Exemplo: Support Vector
Machines (SVM) e aprendizado Bayesiano;

1 Baseado em Exemplos, classifica um novo exemplo com base em
uma classificacdo similar conhecida. Exemplo: Raciocinio baseado em
caso e método dos U -vizinhos mais proximos (U -Nearest Neighbor, U -
NN);

1 Conexionista, sdo constru¢cdes matematicas simplificadas inspiradas
no modelo bioldgico do sistema nervoso. Exemplo: Redes Neurais;

1 Evolutivo, modelo biolégico de aprendizado. Exemplo: Analogia com a

teoria de Darwin.
Detalhes sobre AM podem ser encontrados em (MITCHELL, 1997).
2.7.1 Métodos de Particionamento

Métodos de particionamento sdo utilizados para fazer a avaliagdo dos

algoritmos de aprendizado de maquina supervisionados, conjuntamente com uma
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medida de desempenho (geralmente a medida de precisdo ou de erro). Alguns
desses métodos de particionamento de amostragem randémico sdo: Holdout,
Amostra Aleatéria, Cross-Validation e Bootstrap (KOHAVI, 1995; MANNING;
SCHUTZE, 1999; CHEN et al., 2005).

Holdout: o estimador holdout divide os exemplos em uma porcentagem fixa

de exemplos p de treinamento e p 1 para teste, considerando normalmente
n - . Valores tipicos sdo ¢foe p 1 = pfo (MONARD; BARANAUSKAS,

2003).

Amostra Aleatdria: baseia-se na multipla aplicagdo do método holdout. Em
cada iteracdo, os exemplos sdo particionados em conjuntos de treinamento e teste.
Apbs o treinamento € obtida a taxa de erro do conjunto de teste (BATISTA;
MONARD, 1998). Amostra aleat6ria pode produzir melhores estimativas de erro que
o estimador holdout (MONARD; BARANAUSKAS, 2003).

Cross-Validation (Validacdo Cruzada): uso dos mesmos dados, repetidas
vezes, divididos diferentemente. Em k-fold cross-validation o conjunto de dados (os

exemplos) é aleatoriamente dividido em Q particdes reciprocamente exclusivas

(folds). De tamanho aproximadamente igual a — exemplos. As Q p folds s&o

usadas para treinamento e o fold restante para teste. Este processo é repetido Q
vezes, cada vez considerando um fold diferente para teste. O erro é a média dos
erros calculados em cada um dos Qfolds (MONARD; BARANAUSKAS, 2003).
Stratified Cross-Validation: o estimador stratified cross-validation € similar &
cross-validation, mas ao gerar os folds mutualmente exclusivos, a distribuicdo de
classes é considerada em cada amostragem (MONARD; BARANAUSKAS, 2003).
Leave-One-Out: é um caso especial de cross-validation quando k for igual a
guantidade de amostras. Considerando 150 exemplos, a quantidade de folds seria
entdo 150. Para treinamento sdo0 os mesmos Q p exemplos e um fold para teste.
Bootstrap: baseia-se em reproduzir o processo de classificagdo varias vezes.
Os exemplos de treinamento sdo separados do conjunto de exemplo, mas o0s
elementos selecionados se mantém no conjunto de exemplos, na qual um mesmo
elemento possa ser escolhido diversas vezes aleatoriamente (MONARD;
BARANAUSKAS, 2003).
Detalhes peculiares sobre métodos de particionamento podem ser obtidos em
(KOHAVI, 1995).
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2.7.2 Selecéo de Atributos

A selecdo de atributos é o processo de selecionar um subconjunto de termos
do conjunto de treinamento e usa-lo na classificacdo de texto (MANNING;
RAGHAVAN; SCHUTZE, 2008). O objetivo dos métodos de selecdo de atributos é
reduzir a dimensionalidade do conjunto de dados, removendo as caracteristicas que
sdo consideradas irrelevantes ou menos importantes para a classificacdo
(IKONOMAKIS; KOTSIANTIS; TAMPAKAS, 2005).

Métodos de extrac@o de caracteristicas séo divididos em dois passos distintos
(EBECKEN; LOPES; COSTA, 2003): a extracédo de termos pode ocorrer com base
em informacéo linguistica estruturada; e a sele¢cdo dos termos ocorre com base em
alguma métrica estatistica como a frequéncia ou informagdo mutua. No primeiro
passo, algoritmos de extracdo de caracteristicas podem utilizar dicionarios para
identificar alguns termos e padrfes linguisticos para detectar outros termos. No
segundo passo, sdo aplicados métodos para reducdo de caracteristicas, que sao:
frequéncia de documento, ganho de informacao, informacdo mutua e estatistica @
(qui-quadrado).

Frequéncia de Documento (DF): técnica mais simples de reducdo de
termos, a frequéncia de documentos € o numero de documentos no qual um termo
ocorre. A suposicdo € que termos raros nao sao importantes para a predicdo da
categoria e nédo afeta o desempenho global. Nao selecionando estes termos raros,
reduz-se a dimensionalidade do espaco de caracteristica (SEBASTIANI, 2002).

A Equacéo (2-1) apresenta o nimero de documentos da classe @que contém

o termo o.

~ ~ ~

‘000 U ogw (2-1)

Ganho de Informacao (Gl): frequentemente aplicado como critério de
importancia do termo no campo do aprendizado de maquina (MITCHELL, 1997),
ganho de informacdo mede o numero de bits de informacg&o obtido por uma predi¢éo
de categoria conhecendo a presenca ou auséncia do termo em um documento
(EBECKEN; LOPES; COSTA, 2003). Dado um conjunto de documentos, o ganho de

informacgéo € calculado para cada termo, e os termos cujos ganhos de informacao
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foram menores que um determinado limite s&o removidos do espaco das
caracteristicas.

A complexidade do tempo é U 0 e a complexidade do espaco é U @ U, onde
0 é o numero de documento de treinamento e w é o tamanho do vocabulario. A
computacdo da entropia tem um tempo de complexidade de U w & 80 ganho de
informacdo do termo 6 com a classe @ variando de p  "Q @& é determinada pela

Equacao (2-2):

00 0 QO &éiw
00 0 OD O & 0D (2-2)
0o 0 O a ¢

0 0 é a probabilidade que o termo 0 ocorre e Ofé a probabilidade que o termo
0 ndo ocorre. 0 D é a probabilidade condicional da ocorréncia de um termo na

classe e 0 OIF é a probabilidade condicional de n&o ocorrer o termo na classe .

Informacdo Mutua (IM): é um critério comumente usado em modelagem
estatistica de associagcdo de palavras (EBECKEN; LOPES; COSTA, 2003).
Considera o termo 0 e a categoria ¢y sendo que O é o nimero de vezes que 0 e ®
coocorrem, 6 é o nimero de vezes que 6 ocorre sem ) 6 é o nimero de vezes que ®
ocorre sem 0 e 0 é o numero total de documentos (EBECKEN; LOPES; COSTA,
2003). A hipétese do termo 6 e categoria @ é apresentada na Equacdo (2-3). O
tempo de complexidade é O ® & , similar ao ganho de informacdo. E uma medida da
quantidade de informacdo que uma varidvel contém sobre outra. A informacéo
mutua é maior quando todas as ocorréncias de dois termos sdo adjacentes umas as
outras, deteriorando-se em baixa frequéncia.

o 0

‘00 e & ¢ 19— —
5 o6 06

(2-3)

o
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Estatistica (= ): Mede a falta de independéncia do termo 6 e da categoria &
A medida & tem valor zero se 0 e ® séo independentes (EBECKEN; LOPES;
COSTA, 2003). A computacdo tem complexidade quadratica, similar a informacéo
mutua e ao ganho de informacédo. Considera o significado de 0, B e 6 explicado na
medida anterior e, O é o nimero de vezes que ndo ocorrem nem e 6. A medida é
definida pela Equacéao (2-4).
0 00 06 (2-4)

O 0 o O o o o ©

Dentre estes métodos para reducéo de caracteristicas, apenas a Frequéncia
de Documento sera utilizada nesta dissertacdo na fase de classificacdo de

sentencas.

2.8 Métricas de Avaliacdo de Desempenho

As medidas de precisdo e revocacdo sdo as medidas de avaliacdo de
desempenho padrdo adotadas da é&rea da Recuperacdo de Informacao (RI)
(CLEVERDON; MILLS; KEEN, 1966). Estas medidas sdo as principais métricas
utilizadas na avaliacdo da eficiéncia de sistemas tanto para busca quanto para
aprendizado, e aplicadas igualmente para analisar os resultados gerados a partir da
Mineragao de Textos.

Precisdo (Equacéo (2-5)) é uma medida de fidelidade, no qual avalia o quanto
o modelo acerta; revocacao (Equacado (2-6)) (também conhecida como cobertura ou
sensibilidade) é uma medida de completude, no qual avalia o quanto o modelo
contabiliza (EBECKEN; LOPES; COSTA, 2003).

v, VTEAQIG@MAQEQEQE QL OROANH QI GQE
VI QB QO i~ 2 (2-5)
O0TAQiE OMa QA QEQ@d N QI wQE i

LTI QEQEAE QL DROAN QI OQF
YQUL &d® T T e e e e T s (2-6)
OTAQicEe OXMa Qa Qe Q@ QL e 0 Qi
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Muitas vezes existe uma relacdo inversa entre precisao e revocacao, onde &
possivel aumentar a qualidade de uma medida ao custo de reduzir a qualidade de
outra medida (e.g., um sistema de Rl pode aumentar a revocacao recuperando mais
elementos, ao custo de um numero crescente de elementos irrelevantes
recuperados e, portanto diminuindo a precisao).

Na Tabela 2.6 é apresentada a matriz de confusdo para duas classes
(Tratamento/Nao Tratamento) da Anemia Falciforme, em que P constitui o valor
positivo (compreende que a palavra-chave extraida é tratamento); N constitui o valor
negativo (compreende que ndo é tratamento); p (Extracdo de Tratamento)
representa valor positivo da extracdo e n (Extracdo de Nao Tratamento) representa
valor negativo da extracao.

Verdadeiro Positivo (VP) define que uma quantidade N de tratamentos
pertinentes a Anemia Falciforme extraidas do documento é tratamento e foi extraida
adequadamente. Logo, Verdadeiro Negativo (VN) € o inverso, ndo é tratamento e
nao foi extraida. Falso Positivo (FP) ndo é tratamento, mas foi erroneamente
extraido do documento e classificado como tratamento e Falso Negativo (FN) é

tratamento, mas néao foi corretamente extraido.

Tabela 2.6 - Matriz de confuséo de duas classes (Tratamento/Nao Tratamento).

Condicéo Atual
(Avaliagcdo Especialista) N
Tratamento N&o Tratamento
Resultado da Extracao (®) (N)
Automatica
Extracdo de Tratamento (p) FP (ndo tratamento, mas é

VP (Verdadeiro Positivo) i
extraido)

Extracdo de n&o Tratamento (n) FN (tratamento, mas nao . .
VN (Verdadeiro Negativo)

€ extraido)

A Equacéo (2-7) representa o calculo da porcentagem de acerto a partir dos
tratamentos e ndo tratamentos que foram extraidas; e a Equacao (2-8) representa o
calculo da percentagem dos tratamentos que foram extraidos em relagdo ao total

dos tratamentos:
oA D Tr e, r d) 0
VI Q& Qi——=
W

= 2-7
=0 (2-7)

C
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s o WO
YQU € ®RW — = (2-8)
wvLu Ovu

Precisado e revocacdo sao medidas utilizadas no projeto da Anemia Falciforme
para avaliar a classificagdo das sentencas e a extracao dos termos.

Outras medidas de desempenho utilizadas na classificagdo e extracao:
1 oM Ma Acuracia, que segue:

1 o™ ML _Measure): baseia-se da média harménica ponderada entre a
Precisdo e a Revocacdo (Equacdo (2-9)). 'O mede a eficacia da recuperacdo em
rela-«o ao valor atribu2do a Beta (b)O
(revocacdo, que é o dobro da precisdo) e Oy (precisdo, que é o dobro de
revocacao). A precisdo tem peso maior para valores T p, enquanto que | p
favorece a revocacdo. Nas Equacdes (2-9) e (2-10) a seqguir considera-se P =

Precisdo e R = Revocacao.

f o Y. ... |
P keoq 2L (2-9)

0 QQ Q&
0 @) oY |

=

A relacdo entre a 0 ‘Q'Q "@Q ea medida de eficiénciaé: "0 p ‘O Quando a
preci s«o e revoca-«0 t°m o méNEQO panbém

conhecida como 0 ‘Q'Q "‘@0iadicional ou "G"Y® ¢ bal@nceada, Equacdo  (2-10).

e o G DY
DQOQMVO WY —— (2-10)
0] Y

Acuracia: Mais frequentemente utilizada para avaliagdo de problemas de

classificacdo de aprendizado de maquina.

. e e w0 WU

0wt QOr————=

wL WU Ou "Ovu (2-11)
Sera aplicada a 0 Q'Q"@Q @curacia, precisdo e revocacdo para medir o

desempenho global no ambito deste projeto para avaliar a classificagdo e a

extracao.

Maiores detalhes sobre estas medidas pode ser encontradas em MATOS et
al. (2009).

Pesc

(b =
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2.9 Consideracdes Finais

Neste capitulo foram apresentados os conceitos sobre Mineracdo de Textos
divididos em quatro etapas principais: (i) coleta de documentos, que vao constituir a
base textual, ou seja, determinar e selecionar o dominio de abrangéncia das
técnicas de MT; (ii) pré-processamento, etapa responsavel por obter uma
representacéo estruturada dos documentos; (iii) extracdo de padrdes, fase em que é
possivel aplicar técnicas de extracdo de conhecimento utilizando técnicas de forma
semelhante ao processo tradicional de mineracdo de dados; e (iv) analise e
avaliacdo dos resultados, etapa de avaliacdo do resultado gerado a partir dos
passos anteriores.

Foram discutidos ainda, fundamentos de Extracdo de Informacdo (El) para
obter informacdes relevantes em dados nédo estruturados. Conhecimento este que
sera aplicado para extrair informacfes de artigos cientificos. Para a extracao e a
identificacdo de termos sao utilizadas trés abordagens: (i) abordagem baseada em
aprendizado de maquina, que utiliza classificadores para separar ou identificar
sentencas de interesse; (ii) abordagem baseada em regras, que € utilizada para
identificar padrbes de extracdo com expressdes regulares; e (iii) abordagem
baseada em dicionéario, que utiliza informaces de um dicionario para auxiliar na
identificacdo dos termos ou das entidades no texto.

Por conseguinte foram apresentadas técnicas de Processamento de Lingua
Natural (PLN) que sdo extremamente Uteis para aplicagdo em processamento de
textos, e ainda conhecimentos sobre Aprendizado de Maquina, em que foi enfocado
o aprendizado indutivo, mais especificamente em aprendizado supervisionado, que
classifica novos exemplos a partir do treinamento de expressivos exemplos. AM sera
utilizado para classificar as sentencas dos artigos cientificos (tarefa de classificacéo).

Para finalizar foram apresentadas as principais métricas de avaliacdo para
analisar os resultados gerados a partir da Mineracdo de Textos e outras medidas de
avaliacdo e desempenho.

Para atender e ou validar a hipotese deste trabalho, o presente envolve
técnicas que utilizam abordagens para extracdo de informacéao.

Na proxima secdo sdo apresentados os trabalhos relacionados que sé&o

baseados nestas técnicas.
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TRABALHOS RELACIONADOS

Neste capitulo sdo descritos os trabalhos cientificos envolvendo o conceito de extragdo
de informacéo de artigos cientificos do dominio biomédico. Os principais trabalhos

relacionados a este projeto de mestrado serdo detalhados e comparados.

Na Tabela 3.1 s&o resumidos os trabalhos identificados como relacionados ao
enfoque deste trabalho de pesquisa em nivel de mestrado. Sao trabalhos
encontrados na literatura que extraem informacéo de artigos completos do dominio
biomédico, os quais sdo detalhados nas proximas secoes.

Nota-se que a maioria dos trabalhos que utiliza as abordagens baseadas em
dicionario e regras, possui o enfoque de extrair entidades de genes e proteinas e
utilizam precisao e revocac¢do como medidas de avaliacdo. Porém, nenhum destes
trabalhos relacionados trata da extracdo de termos relacionadosaft r at ament os 0
dominio biomédico tal como no dominio da doenca Anemia Falciforme ou de
qualquer outra doenca.

O trabalho de Matos (2010) adotou a estratégia de extrair informacéo de
efeitos negativos (da doenca e do tratamento) e efeitos positivos (do tratamento)
utilizando trés abordagens: aprendizado de maquina, dicionario e regras. A primeira
abordagem foi utilizada para classificar as sentengcas em sentengas que possuiam
algum efeito positivo ou negativo, das sentencas que nao tinham nenhum efeito. As
sentencas que possuiam algum indicio de ter efeito foram posteriormente utilizadas
a fim de identificar termos relacionados a efeitos positivos e negativos. Para isso,
foram utilizadas as outras duas abordagens: dicionario e regras. Com o uso destas

duas abordagens de extracao de informacdo, Matos (2010) obteve na extracao de
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informagéo os seguintes desempenhos: 74,7% de precisao, 87,06% de revocacéo e
80,43% de medida-F.

O trabalho proposto nesta dissertacdo utiliza as mesmas abordagens de
Matos (2010), a saber: aprendizado de maquina, dicionario e regras. Contudo, foi
utilizada uma estratégia diferente de extracdo de informacdo. Este trabalho se
concentrou em extrair informagéo de tratamentos, informagéo esta ndo extraida por
Matos (2010). As informacdes sobre tratamento encontram-se concentradas em
determinados paragrafos, diferentemente dos efeitos negativos e positivos
abordados por Matos (2010) que se encontram espalhados por todo o texto. Foi
observado que nos paragrafos que continham algum tratamento sempre existiam
complicacfes (seja efeitos positivo ou negativo). Nesse sentido, a estratégia adotada
foi classificar informacédo ndo por sentenca como realizado por Matos (2010), mas
por paragrafo. O critério para classificar os paradgrafos € a presenca das
complicacBes (efeitos negativos e positivos) nos paragrafos. A presenca das
complicacBes nos paragrafos € um indicio que o paragrafo provavelmente tenha
também um termo de tratamento. Em seguida, os tratamentos sdo extraidos
somente nos paragrafos classificados como tendo um possivel tratamento.

Para entendimento da Tabela 3.1 foi utilizada a seguinte terminologia: D
significa Dicionério; R significa Regras; AM significa Aprendizado de Maquina; e
POS significa etiquetador Part-of-Speech.

Tabela 3.1 - Trabalhos relacionados que extraem informacéo de artigos.

Autor Abordagem Informagéo
D|R|A Dominio Sistema Objetivo POS Avaliacdo?
M

Tanabe e | X X X Gene e ABGene Extrair Sim Resumos
Wilbur Proteina informacédo Prec. g b
(2002a, b) Rev. ¢ ¢b

Artigos
Prec. x @b
Rev. v xp
Corney et | x | X Gene e BioRAT Povoar um Sim Resumos
al. (2004) Proteina banco de dados Prec. v tpb
Rev. ¢ fob

Artigos
Prec. v b
Rev. T &b
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Bremer et | x X Genee | - Povoar um Nao Prec. ¢ @b
al. (2004) Proteina banco de dados Rev. ¢ job
Garten e | xt | xt Genes (G), Pharmspresso Destacar as Né&o Revocacéo
Altman Drogas (D) e sentencas de X b (G)
(2009) Polimorfismo acordo com a X ttb (D)
s (P) consulta do o P (P)
usuério v fob (G e D)
Yang et al. X Proteina BioPPIExtractor Extrair Sim Resumos
(2009) informagéo Prec.v &ib
Rev. T fipb
Yang et al. X Proteina BioPPISVMEXxtractor Extrair Sim Resumos
(2009) informagao Prec. T @b
Rev. x fiP
MATOS X | x | x | Complicagdo SCAeXtractor Povoar um Sim Artigos
(2010) e Beneficio banco de dados Acurécia
da Anemia 62,33%
Falciforme Prec. x X 06
Rev. y fit &
Med.F y fi &

1 Ontologia e express@es regulares, respectivamente, do sistema Textpresso.
2 Prec. significa Precisdo e Rev. significa Revocacao.
® Método baseado em Conditional Random Fields (CRF).

3.1 ABGene

O ABGene é um sistema treinado em resumos de artigos do banco de dados
do MEDLINE e testado em uma colecdo de artigos completos do dominio biomédico
selecionados aleatoriamente para reconhecer especificamente nomes de gene e
proteina. E utilizado um etiquetador POS baseado em transformacgédo que treina
sentencas de resumos com ocorréncia de gene marcada manualmente para induzir
regras. Apos isso, regras e dicionario sdo aplicados como pds-processamento.

O ABGene recebeu duas adequacdes para extrair informacdes de artigos
completos (TANABE; WILBUR, 2002b). Inicialmente aplicou-se um classificador para
operar na classificacdo em nivel de sentenca em artigos. Posteriormente realizou-se
um pds-processamento com o intuito de extrair supostos grupos de nomes de gene
e proteina.
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O treinamento foi realizado com um conjunto de 1.000 artigos selecionados
aleatoriamente do PubMed Central, totalizando 7.000 sentengcas que foram
selecionadas manualmente nos artigos. O experimento foi realizado com um
conjunto de 2.600 sentencas, a fim de estimar como a conformidade de artigos
completos afeta o desempenho do ABGene.

Alguns problemas na extragdo em artigos completos foram mencionados, tais
como: falsos positivos como nomes de reagentes quimicos sdo mais limitados em
resumos, e varios falsos negativos que sdo observados em figuras e tabelas
(TANABE; WILBUR, 2002a). Para resolver este problema e filtrar os falsos positivos
e falsos negativos, foram utilizadas algumas técnicas:

Falsos positivos: dicionario (contendo termos biolégicos e termos nao
bioldgicos) e regras foram utilizados para eliminar os falsos positivos. Expressdes
regulares foram produzidas para remover drogas com sufixos comuns;

Falsos negativos: dicionario (homes simples e compostos) foi construido a
partir do banco de dados LocusLink e do Gene Ontology, aprendizado de maquina
(nomes com baixa frequéncia de trigramas foram selecionados; palavra de contexto
foi gerada automaticamente por um algoritmo de probabilidade, que indica a
probabilidade de nomes de genes adjacentes aparecerem no texto), e regras
(expressbes regulares adicionais foram criadas para permitir o casamento de
padrdes, as quais foram utilizadas para recuperar os falsos negativos).

Também foi utilizado o aprendizado Bayesiano para encontrar a probabilidade
de um documento conter um nome de gene ou proteina, podendo assim nao extrair
informacdo de documentos que nao contém nomes relacionados. Para isso,
documentos que contém nomes de gene e proteina foram usados para treinamento.
Na classificacdo de novos documentos, documentos com valores de similaridade

abaixo de um limiar foram eliminados.

3.2 BioRAT

BioRAT (Biological Research Assistant for Text mining,

http://bioinf.cs.ucl.ac.uk/biorat/) € uma ferramenta para extracado de informacéo que

recupera e analisa informacdo de resumos e artigos completos na area biomédica


http://bioinf.cs.ucl.ac.uk/biorat/
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(CORNEY et al., 2004). A pesquisa por resumos e artigos completos é realizada a
partir de uma consulta determinada pelo usuario no banco de dados da PubMed, e
apO0s recuperar 0s documentos relevantes, 0 sistema extrai ocorréncias
interessantes, que possam ser posteriormente armazenadas automaticamente em
um banco de dados.

A extracdo de informacdo do BioRAT é baseada na colecdo de ferramentas
nomeada como GATE (General Architecture for Text Engineering), desenvolvida
pela Universidade de Sheffield. O GATE é utilizado para etiquetar as palavras (POS)
para posteriormente serem aplicados filtros para excluir verbos que ndo sé&o
proteinas. Dois componentes do GATE sao utilizados: gazetteers (permite identificar
palavras ou frases relacionadas a genes e proteinas) e templates (permite extrair
informacéo automaticamente a partir de padrfes textuais).

No experimento realizado, BioRAT foi comparado com o sistema de extracao
de informacgédo SUISEKI (BLASCHKE; VALENCIA, 2002). O sistema SUISEKI utiliza
conhecimento estatistico como a frequéncia de palavras que ocorrem em uma frase.
Os frames de SUISEKI, comparaveis aos templates do BioRAT, contém padrdes
relacionados a substantivos e verbos, porém ndo reconhecem conjunc¢des, adjetivos
ou outras classes de palavras.

Para avaliar o BioRAT foi utilizado o DIP (Database of Interacting Proteins)
(XENARIOS, 2000) com 389 registros que contém 229 resumos do PubMed. O DIP
€ um banco de dados que contém interacdes entre proteinas, as quais serviram
como benchmark para comparar os resultados obtidos do SUISEKI com o BioRAT.

O sistema BioRAT utilizou um total de 19 templates derivados dos frames de
SUISEKI e 127 gazetteers derivados do MeSH e outras fontes. A revocagao
alcancada por ambos o0s sistemas em resumos € aproximadamente a mesma
(BioRAT = 20,31% e SUISEKI = 22,33%). A taxa de revocac¢édo do BioRAT em artigo
completo foi de 43,6%, sendo 25,06% do corpo do artigo e 18% do resumo. O
sistema BioRAT obteve maior precisdo (55,07%) nos resumos e obteve 51,25% em
artigos completos. Este fato ocorreu devido as deficiéncias no conjunto de templates
usado pelo BioRAT (CORNEY et al., 2004).
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3.3 Bremer et al. (2004)

Bremer et al. (2004) desenvolveram um sistema integrado que combina
dicionarios (de sinbnimos, gene e proteina) com regras para extrair e organizar as
relacdes genéticas de artigos completos. As relagBes extraidas sdo armazenadas
em um banco de dados que inclui o codigo unico do artigo (PubMed ID) e de quatros
secbes (resumo, introducdo, materiais e métodos, resultados e discussdo) para
identificar o artigo selecionado e a secdo de onde as informacfes foram extraidos.

Dois dicionérios foram criados com informacédo de nomes de gene e proteina
(282.882), e sinGnimos (274.845 sinGnimos e 124 verbos de relagdo) para identificar
sentencas que contém nomes de gene e proteina. O dicionario de gene e proteina
foi construido a partir de varios bancos de dados existentes como o LocusLink, o
SWISS-PROT, dentre outros. O dicionario de sindnimos contém variacbes de
sindnimos (e.g., inhibit Y inhibits, inhibition, inhibited), informagdes contextuais, tais
como prefixos e sufixos (e.g., kinase, phosphate, receptor) e verbos de interacdo que
foram desenvolvidos a partir da andlise de 1.000 artigos por um processo
semiautomaético.

Os nomes armazenados no dicionario ajudaram a identificar sentencas que
contém um ou mais nomes de gene e proteina. A partir das sentencas reconhecidas,
um conjunto de regras padrdo foi construido para extrair genes. As regras foram
baseadas na combinacdo de nomes de gene e proteina, preposi¢cdes e palavras-
chave que indicam o tipo de relacdo entre genes. Foram desenvolvidos também
padrées usando substantivos e verbos na forma passiva e ativa.

A extracdo de informacédo dividiu-se em quatro passos: (i) toquenizar o texto
em sentengas; (ii) analisar sentencgas para identificar frases com substantivo e verbo;
(iii) selecionar sentengas que contém genes usando dicionarios de nome de gene e
proteina, e sindnimos; (iv) extrair genes utilizando regras de casamento de padréo.

A ferramenta de processamento textual LexiQuestMine da empresa SPSS

(http://www.spss.com) foi utilizada para construir os dicionarios de nomes de gene e

proteina, sindbnimos e padrdes associados com genes.

O software GetltRight comercial (disponivel em http://www.cthtech.com/) foi

utilizado para auxiliar no desenvolvimento de scripts para conectar e baixar artigos

completos automaticamente no formato HTML. Realizou-se um pré-processamento


http://www.spss.com/
http://www.cthtech.com/
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para converter o arquivo HTML para o formato XML, e no XML (Figura 3.1) foram
incluidas etiquetas para cada secéo, além de informagdes sobre o titulo e cédigo do
artigo. As figuras do artigo ndo foram incluidas no banco de dados, a fim de

economizar espaco de armazenamento.

<?xml version="1.0'?><Doc>
<MedlinelD>12514136</MedlinelD>

<Title>

Determinants in mammalian telomerase RNA that mediate
enzyme processivity and cross-species incompatibility
</Title>

<Abstract>

Abstract of document here ....

</Abstract>

<Introduction>

Introduction of document here ....

</Introduction>

<Methods>

Materials and methods section of document here ...
</Methods>

<Results>

Results and discussion section of document here .....
</Results></Doc>

Figura 3.1 - Exemplo de um documento XML com etiquetas de quatro secdes.
Fonte: Bremer et al. (2004).

Foram selecionados artigos no dominio da biologia molecular e da
biomedicina, mais particularmente sobre tumores celebrais, de 20 revistas entre
1999 e 2003. Para avaliar o sistema, selecionou-se aleatoriamente 100 artigos,
sendo cinco de cada revista e um de cada ano. Dez neurobiélogos analisaram
manualmente esses 100 artigos e identificaram 141 nomes de gene. A precisdo e
revocacao obtidas foram, respectivamente, 63,5% e 37,3%. A baixa precisdo foi
devido aos erros de padrdo na identificacdo de nomes de gene e proteina em
algumas sentencas e na falta de padrées com palavras compostas para identificar
sentencas complexas. A baixa revocacgédo foi devido a variedade da cole¢éo de 20

artigos completos publicados em 20 jornais diferentes.
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3.4 Continuacao do Trabalho de Bremer et al. (2004)

Natarajan et al. (2006) implementaram um processo de mineracdo de textos,
a partir da extracdo de informacao de artigos cientificos desenvolvida por Bremer et
al. (2004). Conforme pode ser observado na Figura 3.2, os artigos sao
descarregados no formato HTML sem imagem e convertidos para o formato XML,
utilizando a ferramenta para download GetltFull (NATARAJAN et al., 2006); termos
sdo extraidos do LexiQuestMine utilizando padrdes; posteriormente, no maddulo
Curador, os termos sdo normalizados utilizando um dicionario de sindnimos para
serem adiante armazenados em um data warehouse. Os dados armazenados s&o
utilizados em uma rede de interacdo para visualizar as interacbes de gene e
proteina.

Natarajan et al. (2006) concluiram que a extracdo automatica de informacdes
a partir de literatura biolégica assegura desempenhar um papel cada vez mais

importante na descoberta de conhecimento bioldgico.

r‘%\ documentos documentos
descarregar HMLT Conversor XML
Ravicr — ."!'
Revista H'—’ GetltFull LexiMine
l 2 _U de XML
padrdes |extraidos

Data Warehouse

padrdes
curados

Curador

Entidade | Relacao | Entudade | Sentenca
activates B
mhubits C
mhibits D

U -

Dicionario

Banco de Dados de

resultados experimentais de Sindémimo

eg genes AeD

Figura 3.2 - Processo de extracdo de padrédo e data warehouse.
Fonte: Adaptado de Natarajan et al. (2006).
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3.5 Pharmspresso

0] sistema Pharmspresso (GARTEN; ALTMAN, 2009)

(http://pharmspresso.stanford.edu) extrai informacdo sobre genes, drogas e

Y

polimorfismos de artigos completos da literatura referente a éarea da
farmacogendmica. E um sistema de recuperacdo de informacdo que utiliza da
extracdo de informacédo para recuperar as informacdes de acordo com a consulta
determinada pelo usuario. Os principais pontos fortes do Pharmspresso sdo a sua
capacidade de processar artigos em texto completo em formato PDF utilizando
expressodes regulares, e o indice de seu conteldo € baseado em uma ontologia de
conceitos-chave. Fornece um motor de busca entidades importantes e relacdes
semanticas entre eles.

O Pharmspresso é baseado no sistema Textpresso
(http://www.textpresso.org), pacote de codigo aberto desenvolvido por Miiller, Kenny
e Sternberg (2004) (GARTEN; ALTMAN, 2009).

Textpresso (MULLER HM, 2004) é um sistema de pesquisa baseado em um

conjunto de expressoes regulares para encontrar informacao a partir da consulta do
usuério em artigos fornecidos no formato PDF. Utiliza uma ontologia que contém
categorias de frases e palavras de interesse bioldgico que foi construida com ajuda
de especialista. A ontologia inclui 35 categorias de dois tipos: (1) entidades
bioldgicas e (2) relacbes entre entidades. As categorias foram importadas de Gene
Ontology.

Na Figura 3.3 é mostrado o processo de recuperacdo e extracdo de
informacéo realizada pelo sistema. Primeiramente os artigos PDF sdo baixados,
depois convertidos em formato textual e toquenizado em palavras e sentencas
individuais. Apos, o texto é analisado para identificar palavras ou frases que sao
membros de categorias especificas de uma ontologia. Estas sdo marcadas e
indexadas para serem utilizadas em pesquisas futuras realizadas por palavras-chave

definidas pelo usuario.


http://pharmspresso.stanford.edu/
http://www.textpresso.org/
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4.
Converter texto 3,
——p para XML ——=> | Indexar arquivos
etiquetadas com XML

categorias

1. 4 3.
Descarregar Toquenizar
artigos completos : palavras e
em PDF para texto sentencas

—_— Con\'en'er PDF |(——

Figura 3.3 - Processo para recuperar e extrair informacdo do Pharmspresso.
Fonte: Adaptado de Garten e Altman (2009).

O pacote de software livre xpdf (http://www.foolabs.com/xpdf) foi utilizado para

converter arquivos PDF para texto. Scripts em Perl foram adaptados do sistema
Textpresso para toquenizar as sentencas e palavras. A linguagem de programacao
Perl também foi utilizada para colocar as etiquetas no formato XML.

A avaliacdo do sistema foi realizada por 11 avaliadores da literatura
farmacogenética e observou a capacidade de extrair informacdes sobre genes,
drogas e polimorfismos de 45 artigos. Nestes artigos, constavam 178 genes, 191
drogas e 204 polimorfismos, e o Pharmspresso encontrou respectivamente, 78,1%
(139), 74,4% (142) e 60,8% (124). Caso a consulta seja encontrar a relacdo de gene
e droga, a percentagem de acerto € de somente 50,3% dessas associacoes.

Problemas com variacbes de nomes de gene foram encontrados, causando
falsos positivos. Uma de suas limitagdes é que o Pharmspresso sé funciona em um
corpus de artigos relevantes pré-definido, e ndo em toda a literatura existente. Em
um trabalho futuro, o autor comenta que o Pharmspresso podera incluir um corpus
maior € o resumo podera ser utilizado quando o texto completo ndo estiver
disponivel. Ademais, permitir que o sistema recupere automaticamente a literatura
referente, usando a ontologia proposta, extraindo os fatos de interesse e usa-las

para preencher um banco de dados de interacdes.

3.6 BioPPIExtractor

BioPPIExtractor € um sistema de extracdo de interacdo proteina-proteina para
literatura biomédica desenvolvido por (YANG; LIN; WU, 2009). Este aplica o modelo
Conditional Random Fields (CRF) para marcar os nomes de proteinas no texto
biomédico, em seguida, usa um link grammar parsing para identificar as fungdes

sintaticas em sentencas, e em seguida extrai interacdes destas funcdes sintaticas.


http://www.foolabs.com/xpdf
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O sistema € composto de seis passos principais para extrair informacdes de

interacdo das sentencas de entrada: fpr onoun resolutiono,

recognitiono, At nteraction wor d recogniti

sentence pebdiet s idrgctiongcanforme apresentado na Figura 3.4.

Source Text > Pronoun Protein Name Interaction
Resolution Recognition Word

}

Source Text Interaction Complex Sentence Link Grammar

€ Extraction Processing Parsing
.

-—___/_

Figura 3.4 - Passos do sistema BioPPIExtractor.
Fonte: Adaptado de Yang et al. (2009).

! fPronoun Resolutiono : Ssubstantivo e frase nomi
usando GENIA Tagger (TSURUOKA; TSUJIl, 2004), que é ajustado
especificamente para textos biomédicos, tais como resumos da MEDLINE;

1 fProtein name recognitiond & utilizado um método baseado em Conditional
Random Fields (CRF) sendo um tipo de modelo probabilistico discriminativo
mais frequentemente utilizado para a etiquetagem ou de analise de dados
sequenciais, tais como texto em linguagem natural ou sequéncias biolégicas.
Esses tém sido recentemente aplicados a tarefa de descoberta de genes e
proteinas. Maiores detalhes sobre CRF pode ser encontrados em
(LAFFERTY; MCCALLUM; PEREIRA, 2001).

No modelo baseado em CRF séo utilizados alguns recursos, tais como: todas
as palavras sao escritas em minuscula para que a dimensao dos recursos possa ser
diminuida e a perda de informacdo pode ser compensada por meio de sua
combinacdo com outras funcdes; Part-of-speech features, (aqui GENIA Tagger é
aplicado novamente); dentre outros.

7 finteraction word recognitiono : n o BioRPiExractor, uma sentenca é
considerada para incluir uma proteini protein interaction (PPI) somente se a
sentenca tem pelo menos dois nomes de proteinas e uma palavra de
i ntera-«o ( [pindd ,dewh-eeguiated® intérdctoe assim por diante).
O dicionario para reconhecimento de palavras de interagdo contém um total

de aproximadamente 150 entradas, incluindo verbos e suas variantes de

nal
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i ntera-«o (por exempihdo, t emv & ab o bindngoe r a o

e bdundog.

Em BioPPIExtractor é utilizado um link grammar parser, e no médulo de
extracdo de interacdo, este extrai interacfes de sentencas simples produzido pelo
m - d u tomplefi sentence processingo .

1 Anteraction extractiona o link grammar 1 identifica interagbes entre proteinas,
e sua abordagem baseia-se em links e caminhos entres varias entidades
nomeadas como genes e nomes de proteinas (DING et al., 2003). Link grammar
considera um caso de profunda analise baseada do conteudo das diversas
funcdes sintéticas das frases como seus sujeito (S), verbos (V), objetos (O) e
modificando frases (M), bem como suas combinac¢des linguisticas significativas,
como a S-V-O, S-V-M, para encontrar e extrair interagdes proteina-proteina.
Apenas no caso de uma funcédo sintatica (ou combinacao significativa) ter pelo
menos dois nomes de proteina e uma palavra interacdo € possivel uma interacéo
proteina-proteina ser extraida. Contudo, BioPPIExtractor ndo considera extrair a
interacdo a partir de combinagdes de S-O e S-M desde que o autor descobriu
que iria introduzir muitos erros de extracao.

O sistema BioPPIExtractor foi testado apenas em resumos de artigos do
MEDLINE e sua avaliacdo experimental foi comparada com outros sistemas do
estado arte: BIoRAT (CORNEY et al.,, 2004) e IntEx (AHMED et al., 2005). Esta
indica que sistema BioPPIExtractor alcanca melhor desempenho.

A Tabela 3.2 apresenta a avaliacdo de interacdo de 229 resumos do

MEDLINE, e compara o BioPPIExtractor com o sistemas BioRAT e IntEx.

Tabela 3.27 Avaliacéo - BioPPExtrator.

Sistemas Revocacéao Preciséo
BioPPIExtractor 41.62% 55.41%
BioRAT 20.31% 55.07%

IntEx 26.94% 65.66%
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3.7 BioPPISVMEXxtractor

Sistema que também extrai informacéo sobre interacao proteina-proteina para
literatura biomédica, desenvolvido por (ZHIHAO YANG; HONGFEI LIN; LI, 2009) o
mesmo autor do BioPPIExtractor. Este é baseado em Support Vector Machines
(SVM) e utiliza alguns recursos ricos como palavras chaves, caracteristicas chaves,
caracteristica de distancia em nome de proteinas e um caminho para a classificacao
SVM. Além disso, utiliza o link grammar para identificar interacdes entre proteinas.

Neste sistema, o corpus IEPA (J. DING, 2002) é utilizado como o conjunto de
treinamento para o classificador SVM e o corpus DIP é utilizado como conjunto de
teste. O classificador SVM treinado € utilizado para identificar pares de proteinas em
uma sentenca que tem biologicamente relacédo relevante entre eles. A Figura 3.5

ilustra a arquitetura do BioPPISVMEXxtractor.

DIP Corpus ‘ IEPA Corpus ﬁ

Features extraction Features extraction
Pronoun Protein
—»| resolution ¥ name Feature Hash
recognition
A
Test set Training set
feature vectors feature vectors
Result —b{ SVM classifier ‘}

1 |

Figura 3.5 - Arquitetura do BioPPISVMEXxtractor.
Fonte: Adaptada de Yang, et al.(2009).

9 fPronoun Resolutiono : substantivo e frase nomi

7

usando GENIA Tagger (http://www-tsuijii.is.s.u-tokyo.ac.jp/GENIA) que é

ajustado especificamente para textos biomédicos, tais como resumos da
MEDLINE;

i fProtein name recognitiono : ® a p métada Hagseado em Conditional
Random Fields (CRF) e suas caracteristicas sdo comumente utilizadas no

sistema do mesmo autor, o BioPPIExtractor;

nal


http://www-tsujii.is.s.u-tokyo.ac.jp/GENIA
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1 Modelo SVM: um classificador SVM é treinado para reconhecer interacdes
proteina-proteina em textos biomédicos. O SVM é um classificador binario
desenvolvido por VAPNIK (1995). Neste experimento foi utilizado o pacote
SVM-Light (JOACHIMS, 1999). A penalidade do parametro C na definicdo do
SVM é um pardmetro muito importante, uma vez que controla a troca entre o
erro e a margem de treinamento. Este parametro foi configurado como valor
padrdao. O pacote SVM-Light contribuiu significativamente na criacdo do valor
padrao para este parametro.

7 fFeature selectiono : as seguintes caracter2zstica
classificador SVM:

o Palavras: palavras de dois nomes de proteinas, palavras entre dois
nomes de proteinas, palavras envolvendo dois nomes de proteinas;

o Distancia do nome da proteina: quanto menor a distancia (nGmero de
palavras) entre dois nomes de proteina, € o mais provavel que as duas
proteinas tém relagdo de interacdo. Portanto, a distancia entre dois
nomes de proteina é escolhida como um recurso.

o Palavra-chave: para identificar as palavras-chave em textos, foi
construido manualmente um dicionario para reconhecimento de
palavras de interagdo com cerca de 500 entradas, que incluem os
verbos interacdo e suas variantes (por exemplo, o verbo interagao
fbindb t em var i bhimdihgds woan@on)jo. 0

o Linkpathdo : & bdsidaalo Link path € conectar pares de palavras em
uma sentenca com varios links. Existem varios tipos de conectores, e
conectores podem apontar para a direita ou para a esquerda. A
sentenca valida é aquela em que todas as palavras estdo ligadas de
alguma forma. Se existe um caminho de ligacdo entre as dois nomes
de proteinas, o valor da caracteristica do caminho das duas proteinas é
def i ni dbinkcrBSoq ftc as o ¢CioknNOD § LinBdrammiar
parser usada em BioPPISVMExtractor foi desenvolvido por
(GRINBERG; LAFFERTY; SLEATOR, 1995).

O experimento do BioPPISVMExtractor foi comparado com o0s sistemas
BioRAT (CORNEY et al.,, 2004), IntEx (AHMED et al., 2005) e BioPPIExtractor
(YANG,; LIN; WU, 2009). Na avaliacao de interagao foram utilizados 229 resumos do
MEDLINE. A Tabela 3.3 apresenta o resultado.
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Tabela 3.3 - Avaliacdo i BioPPISVMEXxtractor.

Sistemas Revocacao Precisdo Medida-F
BioPPISVMExtractor 71.83% 49.28% 58.46%
BioPPIExtractor 41.62% 55.41% 47.53%
BioRAT 20.31% 55.07% 29.68%
IntEx 26.94% 65.66% 38.20%

O autor comenta que, como pode haver muitos falsos positivos introduzidos
pelo método baseado em SVM, o resultado do BioPPISVMEXxtractor de 49,28% é

uma precisdo bem aceitavel.

3.8 Consideracdes Finais

Na literatura sdo encontrados varios trabalhos relacionados que extraem
informacéo, alguns com objetivos diferentes, tais como: (i) povoar um banco de
dados, (ii) destacar as sentencas de acordo com a consulta do usuario ou (iii) extrair
informagdo. A maioria destes trabalhos sdo baseados em entidades de genes e
proteinas, utilizam precisdo e revocacdo como medidas de avaliacdo e utilizam-se
de aprendizado de maquina, regras ou dicionario como abordagem para extracao de
informac&o.

Apesar dos diferentes trabalhos que extraem informacdo, nenhum dos
trabalhos trata da extracdo de termos relacionados a At r at ament o
biomédico. A utilizacdo de qualquer trabalho existente se torna inviavel pelo fato de
gue néo possuem enfoque de (i) extrair informacéo sobre tratamento de doencas, (ii)
utilizacado de dicionario para garantir alta revocacédo de termos conhecidos, a (iii)
extracdo de novos termos e (iv) utilizacdo das trés abordagens de informacéo
conjuntamente.

Para preencher esta lacuna, este projeto de mestrado possui 0 objetivo de
propor um processo baseado em paragrafos para a extracdo de tratamentos de

artigos cientificos do dominio biomédico.

o



Capitulo 4

PROCESSO PROPOSTO PARA
EXTRACAO DE TERMOS DE
TRATAMENTO

Neste capitulo € apresentado e ilustrado o processo proposto nesta dissertacdo de
mestrado para a extracdo de termos de tratamento e as abordagens utilizadas neste
processo, a saber: abordagem de aprendizado de méquina na fase de classificacéo de
sentencgas por agrupamento de paragrafos, e abordagens de dicionério e regras na fase

de extracdo de termos.

4.1 Visédo Geral do Processo de Extracéao

Neste capitulo é apresentado e ilustrado o processo de pré-processamento de
informagdes ndo estruturadas que visa extrair informacdes relevantes sobre termos
de tratamento de doencas de artigos cientificos do dominio biomédico. Nesta
dissertagdo, o conceito de processo refere-se a um conjunto de passos que sao
utilizados para se alcancar um objetivo comum, ou seja, para se obter o resultado
final desejado de extracdo de informacdo. Em cada um dos passos sao empregadas
técnicas que permitem atingir um resultado parcial para se obter a extracdo de
informagé&o sobre termos de tratamento.

A Figura 4.1 exemplifica o proposito geral deste processo, no qual é
apresentado o processo de extracdo de informac&o sobre o tratamento do dominio
biomédico. Como observado, dado um fragmento, a extracdo baseia-se em
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identificar a sentenca que contém a informacgéo de interesse e posteriormente obter
somente as partes desta sentenca que indicam um tratamento, estruturando-as até o

seu armazenamento final no banco de dados.

Artigo Cientificono format PDF

Tratamento HU _is_efficacious _in_children _and

'\ adults with SCD; with an illf,‘l‘?ase 1:n Estrutura
Hb F%, and __ reduction in -
hospitalizations and pain Nome:
crises.(SEGAL: et al. 2008) 4 SH-‘ld_fff;i‘,{{ea Banco de

Aprendizado de Ipis: s Dados

Among older patients_and_those with Maéquina, Regras e Tipo;Droga
neurologic _symptoms, _the syndrome Diciondrio

often progresses to respiratory failure.
(VICHINSKY: et al. 2000)

"

Sintoma

Figura 4.1 - Processo de extragdo de informagao no dominio biomédico.

Considera-se como hipétese deste trabalho que na maioria dos casos 0s
termos de tratamento ocorrem em uma mesma sentenca que possui um termo de
complicacéo (i.e. de um efeito negativo da doenca, como exemplo dor e febre) ou
em sentencas proximas de uma complicagdo em um mesmo paragrafo. Portanto, o
paragrafo € considerado neste processo como uma unidade com conteudo de
informacdes centralizado, no qual se localiza a informacéo de interesse (i.e. termos
de tratamento). Esta hipotese foi baseada em uma andlise empirica de artigos da
doenca Anemia Falciforme, para os quais se descobriu que: (i) ~10% dos
tratamentos apareceram na sentenca anterior ou posterior & sentenca na qual uma
complicacdo foi encontrada; (i) ~90% dos tratamentos apareceram na mesma
sentenca na qual a complicacdo foi encontrada; e (iii) muitos poucos tratamentos
ocorreram em sentencas mais distantes.

O processo proposto para a extracdo de termos de tratamento €
independente da doenca e os passos do processo nao dependem de uma doenca
em si, mas foram aplicados a uma doenca particular (i.e. Anemia Falciforme).

Na Figura 4.2 sdo apresentadas as etapas do processo proposto para efetuar

a extra-«o de i nfor ma- «o sobre Aftratament

biomédico. Essencialmente, utiliza-se de dois classificadores, chamados de C1
(Classificador 1) e de C2 (Classificador 2), ambos com o objetivo de separar as
sentencas de interesse que provavelmente terdo, respectivamente, termos de
complicacédo e termos de tratamento, das sentencas que possivelmente nédo terédo

nenhum destes termos. Classificacdo sera usada no processo proposto como um
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filtro que selecionarq apenas as sentencas de interesse, diminuindo o custo de
andlise das sentencas de um artigo na fase posterior de extracdo de informacéao.
Usa-se também dicionarios e regras para identificar e extrair as partes de interesse
dentro das sentencas pré-selecionadas. Uma visédo geral do processo € apresentada

na Figura 4.2:

® ® ®

:' """"" "' <paragrafo1> l' """"" ':

Sentengas | B sentenca 2 - :

Corpus : Classificador C1 : complicagdo sentenga 4 —p : Classificador C2 :
: (complicagdo) : : (tratamento) :

] ] sentenga n ' 1

: : </paragrafol> : :

Regras

' 1
extraidos ! ST 1 E(iquetador tratamento
- - ' . - ‘_
Banco de 1 1
' 1
- . ®
! 1

Extracdo

—'®

Figura 4.2 - Processo proposto para extracdo de tratamentos.

Termos Sentengas

O processo proposto é composto por seis passos. Com o intuito de encontrar
termos de tratamento, primeiramente as sentencas sao classificadas em sentencas
com termos de complicacdo e em sentencas que ndo possuem complicacéo (passo
1). No passo 2, as sentencas de interesse sdo agrupadas adicionando-se as demais
sentencas que participam do mesmo paragrafo de uma sentenca previamente
selecionada e no passo 3 as sentencas séo classificadas em sentengcas com termos
de tratamento e em sentencas que nao possuem tratamento. No passo 4, as
sentencas com termos de tratamento sdo etiquetadas conforme a sua classe
gramatical. ApOs esta etapa, é realizado o processo de extracdo de informacdo dos
termos de tratamento (passo 5), utilizando as abordagens de dicionério e regras. Ao
final do processo, os termos relevantes e interessantes que foram extraidos séo

armazenados em um banco de dados relacional (passo 6).

4.2 Entrada de dados

O processo proposto lida com artigos cientificos que estdo originalmente no

formato ndo estruturado PDF e escritos no idioma inglés. Nesta fase, a entrada de
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dados é baseada no fornecimento de documentos no formato PDF. E necessario
efetuar a conversdo deste formato para um formato que permita o processamento
textual. Dois formatos semiestruturados séo aceitos para dar suporte ao processo de
extracdo de informacéo: XML e TXT. A conversdo do formato PDF para o formato
XML é realizada usando a ferramenta SCA-Translator desenvolvida por Carosia e
Ciferri (2010). Na converséo, o documento XML mantém o mesmo contetdo textual
do documento PDF original, possibilitando identificar qual a pagina, o paragrafo e a
secdo de uma determinada sentenca. Essa identificacdo € feita por meio de
marcadores especificos que identificam as principais informac¢des do artigo como:
nome da revista, titulo, ano e autor. Além disso, o documento XML contém algumas
etiquetas que estdo organizadas em nivel hierarquico: sec¢do » pagina » paragrafo »
sentenca. Assim, € possivel processar somente determinadas secfes do artigo.

Em contrapartida, a conversdo do formato PDF para o formato TXT é
realizada de forma manual. A limitacdo deste formato é que cada linha deve formar
uma sentenca e no final da sentenca deve ser informado o nome da secdo entre
parénteses a qual a sentenca pertence. Na Figura 4.3 é ilustrado um exemplo de

documento TXT em que atende o requisito para o processamento textual.

Values within 3 months after a blood transfusion were excluded. (General)
Oxygenation significantly improved with transfusion. (Results)
The HU dose was given orally once a day, initially at 20 mg/kg. (General)

Daily hydroxyurea doses reported each year are shown in Table 1. (Results)

Figura 4.3 - Exemplo de documento TXT.

4.3 Classificacao de Sentencas

O primeiro estagio da extracdo de informacdo é a fase da classificacdo de
sentencas, cujo propoésito é a construcdo de um modelo de classificacdo adequado
gue melhor represente as particularidades das sentencas de treinamento, e com iSso
possa predizer qual a classe de uma nova sentenca.

A classificacdo de sentencas € constituida por trés fases: treinamento (Fase
1), teste (Fase 2) e uso do modelo (Fase 3). A classificacdo de sentencas é

supervisionada, no qual os rétulos das classes sdo previamente conhecidos. Na
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Fase 1, o classificador (ou modelo de classificacdo) é construido com o objetivo de
descrever o conjunto de sentencas. O classificador € criado a partir da avaliacdo do
conjunto de treinamento, e este conjunto é rotulado em classes predefinidas. Na
Figura 4.4 sao apresentadas as classes predefinidas relacionadas a doenca Anemia

Falciforme e suas respectivas sentencas.

- Classe 1 — Tratamento

+ The HU dose was given orally once a day, initially at 20 mg/kg.
+ The use of HU at MTD may bring additional benefit.

- Classe 2 — Outros
+ Velocities higher than 200 cm/s were considered abnormal.
+ Due to relocation, 11 patients were lost to follow-up inthe registry.

Figura 4.4 - Exemplo da estrutura dos arquivos de treinamento.

Apds o modelo construido, € necessario avaliar se 0 modelo gerado é
indicado para ser utilizado em sentencas em que o rétulo ndo é conhecido. Para
isso, na Fase 2, sentencas que ndo foram utilizadas na fase de treinamento, sao
avaliadas com base na medida de desempenho acuracia. Para realizar o calculo da
acuracia, o rotulo da sentenca testada é comparado com o rétulo da sentenca
classificada. O método de particionamento 10-Fold Cross-Validation € utilizado para
estimar a acuracia do classificador. Apds a avaliacdo e andlise das sentencas, 0
modelo criado é utilizado na Fase 3 para classificar as novas sentencas dos artigos,
com o intuito de extrair informacdes relevantes do dominio biomédico.

Para atingir o objetivo do processo proposto, foram criados dois
classificadores: C1 e C2, ambos com o objetivo de separar as sentencas de
interesse que provavelmente terdo, respectivamente, termos de complicacdo e
termos de tratamento, das sentencas que possivelmente ndo terdo nenhum destes
termos.

Na Figura 4.5 é apresentado o processo de classificacdo de sentencas
supervisionado em que é constituido por trés fases: Coleta dos Dados (Fase 1), Pré-
processamento (Fase 2) e Classificacédo (Fase 3).
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Pré-processamento Classifica¢iio
Coleta dos Dados ﬁ Matriz Atributo-Valor el
e \."IJ; L LT I I } Matriz Atributo-Valor :
: | Senrer_lg_asj 51|@u | @12 || G | G2 | criada |
I T m‘ﬁ Sy | @z | @] @y | C2 I |
o sylayilays | | apyley } Saida |
Conjunto de |
— u% } Algoritmo de sentencas I
Senter);a e.m miniscula érb g | AM > classificadas :
Exclui parénteses, -;.Jj —  Selegdio de Atributo* I em classes I
colchetes, apostrofos... Ba.la,nc camento | I
— Eliminacdo de Ruido
@ Selecdo de Atributo™* @

Figura 4.5 - Processo de classificacdo de sentencas.
Fonte: Adaptado de Matos (2010).

A Fase 1 constitui na aquisicdo de sentencas a serem utilizadas para o
treinamento e o teste do classificador. Alguns procedimentos sdo empregados no
conjunto de sentencas na Fase 1, tais como: todos os caracteres das sentencas sao
transformados em letras mindsculas; sdo removidos virgula, ponto e virgula, dois
pontos, parénteses, colchetes, apdstrofos, sinal de mais ou menos () e excessos de
espacgo em branco.

As sentencgas sao estruturadas utilizando o modelo bag-of-words na Fase 2.
Este comportamento é indicado para que as sentengas possam ser manipuladas por
algoritmos de aprendizado de maquina. A matriz atributo-valor é elaborada utilizando
a frequéncia minima igual a dois para filtrar os atributos que ocorreram no minimo
duas vezes na sentenca. Os atributos sdo compostos de 1 a 3 gramas. Também
utiliza-se a medida binaria, para a qual considera-se que o valor 1 representa a
ocorréncia do n-grama na sentenca e o valor 0 a ndo ocorréncia do n-grama na
sentenca. Técnicas de balanceamento das sentencas e de remocéao de ruido, ainda,
devem ser utilizadas, para respectivamente, balancear a distribuicdo das sentencas
entre as classes e remover as sentencas que estejam dificultando o aprendizado.

Finalmente na Fase 3 é realizada a classificacdo das sentencas. Dois
algoritmos estatisticos classicos de aprendizado de maquina foram designados para
serem avaliados na classificacdo das sentencas: Support Vector Machine (SVM) e
Naive Bayes (NB). Os modelos criados para cada algoritmo foram avaliados também
com a medida de desempenho acuracia. Os modelos foram utilizados para
classificar novas sentencas na Fase 3.

Na Figura 4.6 é mostrado um exemplo de sentencas da Anemia Falciforme

que foram classificadas nas respectivas classes: classe "complicacdo" e classe
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"outros" para o Classificador C1, e classe "tratamento" e classe "outros" para o
Classificador C2.

The HU dose was given orally once a day, initially at 20 mg/kg.

The use of HU at MTD may bring additional benefit.

Due to relocation, 11 patients were lost to follow-up in the registry.

Patients were enrolled at 30 centers.

One patient who died was described previously.

Recurrent stroke was observed once in an 8-year-old girl, 6 years after the initial event.

I Classificador C1 I Modelo de AM Classificado

Tratamento
Thjw dose was given orally once a day, initially at 20/'ng/kg.

The use of HU at MTD may bring additional benefit.
Complicaqé! Outros
One patient who died yas described Due to relocation, 11 patients
previously. were lost to follow-up in the
Recurrent stroke was pbserved once in an 8- registry.
year-old girl, 6 years gfter the initial event.

Outros

| Patients were enrolled at 30 centers. |

Figura 4.6 - Exemplo de sentencas da AF e as suas respectivas classificacdes.
Fonte: Adaptado de Matos (2010).

4.4 Identificacao de termos relevantes

A partir das sentencas classificadas por um classificador, posteriormente, é
possivel realizar a identificacdo de termos relevantes em cada uma das sentencas
de interesse (i.e., especificamente nas sentencas da classe tratamento). Para este
propasito, duas abordagens para a extracdo de informacéo séo utilizadas: dicionario
e regras. O dicionario tem a funcéo de identificar os termos validados e previamente
conhecidos nas sentencas de interesse, com a finalidade de completar o tipo-
relacionamento artigo/termo do banco de dados, ou seja, com a finalidade de
armazenar os dados que relacionam um artigo cientifico e a ocorréncia de um termo
conhecido de tratamento. Por outro lado, a finalidade das regras é extrair

automaticamente novos termos das sentencas de interesse e armazena-los no
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dicionario. Os termos ja existentes no dicionario ndo sdo armazenados novamente,
pois a inser¢ao de termos apenas € realizada com termos inexistentes no dicionario.
Sao apresentados a seguir exemplos destas duas abordagens de extracao de

informacéo a serem aplicadas no dominio biomédico.

4.4.1 Abordagem de extracdo de informacéo baseada em regras

A abordagem baseada em regras € utilizada para extrair automaticamente
termos relevantes, mediante padrdoes encontrados nas sentencas de interesse (i.e.,
sentencas de tratamento). A técnica de processamento de lingua natural Part-Of-
Speech (POS) é utilizada para etiquetar as palavras em suas respectivas classes
gramaticais (i.e., classificar nas classes substantivo, adjetivo, verbo, dentre outras).
Nesta dissertacao utiliza-se de expressées regulares e POS para formar as regras e
com isso permitir uma melhor precisdo no reconhecimento e na extragdo de
informacdo em documentos ndo estruturados do dominio biomédico. O padréo das
etiquetas utilizado foi o padrdo Penn Treebank (MARCUS; MARCINKIEWICZ;
SANTORINI, 1993). Na Tabela 4.1 é apresentado um exemplo de uma sentenca
etiquetada. As etiqguetas DT significa artigo, JJ adjetivo, NN substantivo, NNP
significa nome proprio, IN significa preposicdo e, VBD, VBN e VBG significam

verbos.

Tabela 4.1 - Exemplo de sentenca etiquetada.

The DT mean_JJ HU_NNP dose NN per_IN kilo_NN was_VBD calculated_VBN each DT
year NN . .

O etiquetador POS utilizado foi o etiquetador da universidade de Stanford
(THE STANFORD NATURAL LANGUAGE PROCESSING GROUP, 2010). Este
etiquetador utiliza o algoritmo de aprendizado de maquina Entropia Maxima para
calcular estatisticamente a probabilidade de uma palavra pertencer a uma
determinada classe gramatical. Maiores detalhes podem ser encontrados em
(TOUTANOVA; MANNING, 2000) e (TOUTANOVA et al., 2003).

Para descobrir padrées manualmente no conjunto de sentencas do dominio

biomédico, mais especificamente da Anemia Falciforme, inicialmente foi necessario
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analisar um subconjunto de 394 sentencas, pertencentes a 8 artigos, nas quais
continham um requisito principal: termos de tratamento ou palavras chaves que
indicassem tratamentos, tais como: study, trial e experiment. Ainda, foram removidas
as sentencas que nao continham palavras chaves que indicassem ou que continham
0 termo relevante. As sentencas remanescentes continham exatamente os termos
de tratamento relevantes, termos estes que ja haviam sido avaliados e considerados
pelo especialista da area, no caso uma especialista da doenca AF. O subconjunto
resultante de 123 sentencas continha 168 termos de tratamento. Alguns termos
estavam presentes em varias sentengas, enquanto alguns termos de tratamento
foram encontrados numa mesma sentenga mais que uma vez, tais como 0s termos
hydroxyurea e transfusion. J& outros termos foram encontrados apenas uma vez,
tais como: bone marrow transplantation e penicillin. Logo, o subconjunto resultante
de sentencas foi processado, etiquetados pelo padrdo POS, e ainda, para facilitar,
foram agrupadas pelo seu grau de similaridade. Com toda esta analise foi possivel
identificar padrbes para serem usados na formacéo das regras.

No processo proposto, duas estratégias de padrées POS séo aplicadas para
extrair informacgéo das sentencgas: 1) Verbo ou palavra representativa com POS e 2)
somente POS. Entende-se por verbo ou palavra representativa uma informagéo que
pode identificar um termo relevante na sentenca. O motivo de criar duas estratégias
de regras, é que para a primeira, 0 processamento € realizado em parte da
sentenga, ou seja, a expressdo regular somente casara com a sentenca se, e
somente se, existir o termo representativo na sentenca. Caso o termo representativo
existir, padrdes POS sao utilizados para extrair o termo relevante somente em uma
parte especifica da sentenca. A vantagem de extrair informacdo em somente uma
parte especifica da sentenca € que com isso diminui-se a possibilidade de se extrair
falsos positivos. Para a segunda estratégia, o uso somente de POS, o
processamento € realizado na sentenca por completo, fazendo com que o padréao
POS case com algum padrdo POS descoberto e criado por meio da andlise
realizada previamente no subconjunto de sentencas. A seguir sdo detalhadas as

duas estratégias de regras.
4.4.1.1 Estratégia 1

As regras da estratégia 1 baseada em verbo ou palavra representativa com

POS foram subdivididas em 2 conjuntos: a) conjunto amplo contendo 9 regras,
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algumas regras desenvolvidas genericamente e outras mais especificas. O
desenvolvimento de regras mais especificas foi idealizada pela dificuldade em
diminuir a quantidade de falsos positivos e melhorar a precisdo; e b) conjunto enxuto
contendo 2 regras mais genéricas. O desenvolvimento de regras mais geneéricas
para o conjunto enxuto foi efetuado agrupando e generalizando regras a partir de
algumas regras do conjunto amplo. A divisdo dos dois conjuntos foi criada para
analisar se o conjunto amplo (formado por regras mais especificas) consegue extrair
menos falsos positivos em relacdo ao conjunto enxuto (formado por regras mais
genéricas).

Na Tabela 4.2 e Tabela 4.3 é apresentado o conjunto de regras da estratégia
1, desmembrando o conjunto de regras amplo e enxuto respectivamente. Os verbos
e as palavras representativas sdo evidenciados em destaque. As regras a seguir
foram desenvolvidas neste trabalho, e considera-se que as regras mais especificas
sdo utilizadas para o dominio da doenca da Anemia Falciforme, e as regras mais
genéricas além de atender a doenca da AF, também podem ser reutilizadas para a
extracdo de informacdo com outras doencas.

As etiquetas com o simbolo \w significa uma sequéncia de letras, nimeros e
underline, o simbolo til (~) significa negacao e o simbolo de interrogacéo (?) significa
optativo(i.e., a etiqueta pode estar presente ou nao). As etiquetas JJ significa
adjetivo, IN preposicdo, NN substantivo, NNP significa nome préprio, NNS significa

substantivo no plural, CC conjuncéo e, VBD, VBN e VBG significam verbos.

Tabela 4.2 - Verbo ou palavra representativa com POS 17 Conjunto Amplo.

NUmero Expressdo Regular
1 (?:\WwW]*_IN) (?2:[W\-\\* )?([a-z]{7,12} _NN|[a-zA-Z]{2,3} _NNP|[a-
z]{7,12} NNS) (?:treatment_NN]|therapy_NN)

2 (?:were_VBDJ|was_VBD|while_IN|went_VBD|while NN)(?:[\w\-
A\J* on_IN) ([\Www\-]*)

3 (?:studies_NNS|study_NN|studied_VBD|studied_VBN]|trial_NN)
(?:[WW\-\\J* )?([a-z]){7,12} _NN|[a-zA-Z]{2,3} NNP|[a-z]{7,12} NNS)
(?:treatment_NN|therapy_NN)

4 (?:received_VBN|received_VBDJreceiving_VBG) (?:[\WW\-\\]*
)?([a-z]{7,12} _NN|[a-zA-Z]{2,3} _NNP|[a-z]{7,12} NNS)
(?:treatment_NN|therapy_NN|dose_ NN|doses_NNS)
(?:doses_NNSj|dosing_VBG) of_IN ([\w\-]*)

(?:treated_VBN|treatment NN|therapy NN) (?:with_IN|by IN)




Capitulo 4 - Processo Proposto para Extracdo de Termos de Tratamento 72

([a-zJ{7,12}_NN|[a-zA-Z]{2,3}_NNP|[a-z]{7,12}_NNS)

7 (?:receive|.*)_VB[P]?.*NN[SP]?\s[a-z]{1,} CC\s([a-z]{6} JJ\s[a-
z]{5}_NN|[a-z]{7,12} _NN)

8 (?:required_VBD|with_IN|[\wW\-]*_CC) ([a-z]{7,12} JJ\s[a-
zJ{7,12} NN)

9 (?:required_*|[\w]*_CC) ([a-z]{4}_NN\s[a-z]{6} NN\s[a-z]{15} NN)

Tabela 4.3 - Verbo ou palavra representativa com POS 1 Conjunto Enxuto.

Numero Expresséo Regular
1 ([a-z){7,12}_NN|[a-zA-Z]{2,3} _NNP|[a-z]{7,12} _NNS)
(?:treatment_NN|therapy_ NN|dose_ NN|doses_NNS)

2 (?:were_VBDJ|was_VBDJ|while_IN|Jwent_VBD|while_NN|doses
_NNSJdosing_VBG|treated_VBN|treatment_NN|therapy_NN)
(?:[WA\-]*_IN) ([a-z]{7,12}_NN|[a-zA-Z]{2,3} _NNP|[a-

z[{7,12} _NNS)

4.4.1.2 Estratégia 2

Os padrbes POS criados e utilizados nas regras da estratégia 2 podem ser
vistos na Tabela 4.4.

Considere o padrdo 7 a titulo de exemplo: a expressao regular casara com
este padrdo se o termo for um adjetivo (JJ), seguido de um substantivo (NN),

terminado de outro substantivo (NN).

Tabela 4.4 - Padréo POS criados para a estratégia 2.

NUmero Padrao

(NNS) (IN[VBD|VBN) (NN|NNP|NNS) (NN)?
(NN|NNS)? (IN) (VBG)? (NNJNNP|NNS) (NN)
(IN) (3J) (NN) (=JJ)

(VBD|VBN) (IN)? (NN]NNS|NNP)

(NN) (IN) (NNJNNPINNS)

(NN) (NN) (NN)

(JJ) (NN) (NN)

N OO~ WINF

O conjunto de regras da Estratégia 2 (i.e. Somente POS) contém 7 regras
mais especificas, e foram desenvolvidas a partir do padrdo POS apresentados na

Tabela 4.4, no entanto, para melhor entendimento, os padrbes da Tabela 4.4 sao
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mostrados numa forma simplificada. O conjunto de 7 regras pode ser observado na

Tabela 4.5 a sequir:

Tabela 4.5 - Estratégia 21 Somente POS.

Nimero

Expresséo Regular

1

(2:]IWAT*_NNS) (:0WA-T*_IN|[WA-T*_VBD|[WA-T*_VBN)* ([a-
(7,12} NN|[a-zA-Z]{2,3}_NNP|[a-z]{7,12} NNS) (2:[WA-]* NN)?

(2. IWAAF(2_NN) ) 2(2:A-AN*(2:_NNS) )2(2:[WA-
T*_IN)(2:\8)2(2:[WA-\\J*(?:_VBG) )?([a-z]{7,12}_NN|[a-zA-
Z]{2,3}_NNP|[a-z]{7,12}_NNS) (?:[W\-]*_NN)

(2:IWAT*_IN) ([a-z]{7,12}_J\s[a-z}{7,12}_NN) (:[WA-T*_[MIHL,D)

(2:]WA-J*_VBD|[WAJ*_VBN) (?:[w\-*_IN )?([a-z]{7,12}_NN|[a-zA-
Z]{2,3} NNP|[a-z]{7,12} _NNS)

(?:[WW\-]*_NN) (?:[W\-]*_IN) ([a-z]{7,12} NN|[a-zA-
Z){2,3} NNP|[a-z]{7,12} NNS)

([a-z]{4} _NN\s[a-z]{6} NN\s[a-z]{15} NN)

([a-z{7,12} Jd\s[a-z]{7,12} NN) (?:[Ww\-]* _NN)

A validacdo das duas estratégias de regras criadas foram avaliadas por meio

da aplicagcdo dos conjuntos de regras no subconjunto de 123 sentencas citadas

anteriormente. Neste trabalho, foi desenvolvido um script na Linguagem Perl para

automatizar a aplicacdo das regras nas sentencas. Medidas de precisédo, revocagao

e medida-F foram utilizadas para avaliar o desempenho das regras. Foram

realizados 5 avaliagcdes no conjunto de regras: a) Conjunto enxuto de 2 regras (2

regras com verbo+POS); b) Conjunto amplo de 9 regras (9 regras com verbo+POS);

c) Conjunto Somente POS (7 regras Somente POS); d) Conjunto enxuto + Somente

POS (2 regras com verbo+POS + 7 regras somente POS); e) Conjunto amplo +

Somente POS (9 regras com verbo+POS + 7 regras somente POS). Um exemplo de

aplicacdo de uma regra em uma sentenca do subconjunto é ilustrado na Figura 4.7.
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Exemplos interativos do livro EKEFQQSﬁES Requlares

.*?([a-2]{7,12} NN| [a-zA-Z]{2,3} NNP| [a-z

Of I the DT 109 CD patiemta MNS inel
severe JJ clinical JJ events HNS

Grupos:

1. hydnoxyurea b

Figura 4.7 - Exemplo de aplicacdao de umaregra em uma sentenca.
Fonte: Adaptado de Matos (2010).

Na Tabela 4.6 € apresentado o resultado da avaliacdo do conjunto de regras

nas 5 formas de avaliacao.

Tabela 4.6 - Resultado da avaliagdo do conjunto de regras.

Regras Precisdo | Revocacao | Medida-F
2 regras com verbo+POS 97% 59% 73%
9 regras com verbo+POS 84% 57% 68%
7 regras Somente POS 60% 65% 62%
2 regras com verbo+POS e 7 regras somente POS 64% 78% 70%
9 regras com verbo+POS e 7 regras somente POS 59% 75% 66%

Estes resultados foram obtidos para a extracdo de novos tratamentos
desconhecidos, e para os tratamentos conhecidos, 0 processo proposto utiliza-se de
um dicionario estendido com variacbes e siglas visando melhorar a eficiéncia da
extracao de tratamentos nas sentencas.

Os valores apresentados na Tabela 4.6 sédo resultado da aplicacdo dos
conjuntos de regras nas mesmas 123 sentencas em que foram criados os padroes
de regras. Os mesmos conjuntos de regras serdo utilizados em novas sentencas
(outros artigos) a serem realizados em todos 0s experimentos desta dissertacao.

O Algoritmo 1 descreve o pseudocodigo da extracdo de termos com o uso de
regras. Para cada uma das sentencas classificadas e para o conjunto de regras
(linhas 1 e 2), o algoritmo faz o seguinte: E inicializado o vetor MatrizResultado que
irA armazenar a posi¢cdo da sentenca classificada e a regra do conjunto de regras
(linha 3). Posteriormente, sdo selecionados o conjunto de regras e as sentencas

classificadas (linhas 4 e 5). Em seguida, € aplicado o conjunto de regras nas
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sentencas. Se a regra casar com sentenga, entdo extrai o termo (linhas 6 a 12) e
atualiza o vetor MatrizResultado com o valor 1 na posi¢do sentenga-regra (linha 10).

Algoritmo 1 - Extra¢&o de termos com o uso de regras.

1 for (i = 0; i « guantidade das sentencas;it+t)

2 for (j = 0; j<= guantidade de regras; j ++)
3 MatrizResultado[i] [j] = 0O

4 regral] <- getBegrazs(): //termo representativo+P05 & somente POS
5 sentenca[] «<- getSentencasClassificadas():

& for (i = 0; i «= guantidade das sentengas:; i++)

7 for (j = 0; j<= guantidade de regras; j ++)
8 if (regra[j] casou com sentencali])

] print (“Termo extraido®™):

10 MatrizBesultado[i] [j] = 1:

11 end

12 end

O Algoritmo 2 descreve o pseudocodigo da extracdo de termos com o uso de
regras e dicionario. Para cada uma das sentencas classificadas, termos do dicionario
e conjunto de regras (linhas 1 e 2; linhas 4 e 5), o algoritmo faz o seguinte: E
inicializado o vetor MatrizDicionario que irA armazenar a posicdo da sentenca
classificada e o termo do dicionario (linha 3). E também inicializado o vetor
MatrizRegras que ird armazenar a posicdo da sentenca classificada e a regra do
conjunto de regras (linha 6).

Posteriormente, sdo selecionados os termos do dicionario, 0 conjunto de
regras e as sentencas classificadas (linhas 7 a 9). Em seguida, € realizada uma
verificacdo em cada sentenca a fim de encontrar um termo validado pertencente ao
dicionario (linhas 10 a 16). Se existe termo validado na sentenca, entdo atualiza o
vetor MatrizDicionario com o valor 1 na posicdo sentenca-dicionario (linha 15).

Por fim, é aplicado o conjunto de regras nas sentencas. Se a regra casar com
sentenca e o termo extraido ndo existir no dicionario, entdo insere-se no banco de
dados o termo novo como "néo validado" e atualiza-se o vetor MatrizRegras com o
valor 1 na posi¢cdo sentenca-regra (linha 24); caso contrario, informa que o termo ja

existe no dicionario (linhas 17 a 30).
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Algoritmo 2 - Extracdo de termos com o uso de regras e dicionario.

1 for (i = 0; i < guantidade das sentencgas;it+t)

Z for (j = 0:; j<= guantidade de termos no dicionario; j ++)
3 MatrizDicionario[i] []3] = O;

4 for (i = 0; i < guantidade das sentencgas;it++)

5 for (j = 0: j<= guantidade de regras; j ++)

] MatrizRegras[i] [j] = 0:

7 dicionadrio[] <- getTermos():

a regral] <- getBegras(): //termo representativo+P0S e zomente POS
] sentenga[] <- getSentengasClazzificadas():

10 for (i = 0:; i <= guantidade das sentencas; it++)

11 for (k = 0; k<= guantidade de termos no diciondrio; k ++)
12 if (existe termo validado em diciondrio[k] em

13 sentencali])

14 print (“"Termo existente na sentencga”);

15 MatrizDicionario[i] [j] = 1:

1a end

17 for (j = 0; j<= gquantidade de regras; j ++)

18 if (regra[j] casou com sSentencali])

18 Termo <- termoldentificado(regraljl):

20 if (mdo existe termo em diciondrio)

21

22 inzgere (termo, diciondrio, “N8o Validado™):
23 print (“Termo novo extraido®):

24 MatrizRegras[i] []1] = 1:

25 end

28 glse print (“Termo extraldo j& existe no

27 diciondario”) :

28 end

259 end

30 end

4.4.2 Abordagem de extracao de informacao baseada em dicionério

A abordagem de extracdo de informacdo baseada em dicionario tem o
propésito de reconhecer em quais sentencas os termos validados ocorrem e,
portanto, completar (i.e., preencher) o tipo-relacionamento termo/artigo do banco de
dados. Os termos validados sdo aqueles que foram consolidados manualmente por
um especialista. O dicionario ndo tem a funcéo de identificar novos termos.

O dicionéario possui duas caracteristicas: a primeira € possuir a fungédo de
armazenar os termos em que sao extraidos dos artigos como resultado do processo
de extracdo de informacao e a segunda € identificar sentencas que possuem termos
comparando-se com os termos validados ja existentes no dicionario.

O carregamento dos dados no dicionario pode ser efetuado de forma manual

ou automatica. No carregamento manual, os termos s&o inseridos com a



Capitulo 4 - Processo Proposto para Extragcédo de Termos de Tratamento 77

participacdo do especialista do dominio. No carregamento automatico, os termos séo
identificados nos artigos cientificos por meio da abordagem de regras. O dicionario
de tratamentos foi construido por meio de uma carga inicial dos dados, com o auxilio
de especialista do dominio. O papel do especialista do dominio nesta etapa foi muito
importante para a insercdo dos dados e o contato proximo com a especialista
facilitou a construcdo do dicionario. O dicionario biomédico contém 26 termos de
tratamento validos e consolidados sobre a doenca da Anemia Falciforme.

Além do dicionario servir como um recurso terminologico, ele também é
utilizado como técnica alternativa para reduzir problemas de restricdo de nomes com
0 uso de variagdes de termos, sindbnimos e siglas, de forma a reduzir os problemas
da técnica de dicionario e com isto melhorar a precisdo da extracdo de termos
conhecidos de tratamentos.

Um termo pode ser descrito de vérias formas, isto €, pode ter variacdes, e
para tratar o problema de variagbes de nomes, neste projeto, utiliza-se de uma
enti dade f r ac @reatinenh\aratiom@ d@a ria a r nvariagdes aas
nomes de cada termo.

Na Figura 4.8 é apresentado o esquema conceitual entre as entidades

fiTreatmentd FEreatfinent Variationo .

Figura 4.8 - Entidades Treatment e Treatment Variation.

O dicionario também serviu para auxiliar na qualidade da formacdo das
regras. Foi realizada uma observacdo empirica sobre os termos relevantes de
tratamentos consolidados armazenados no dicionario e constatou-se que a maioria
dos termos existentes continha uma quantidade semelhante de caracteres, e a partir
desta observacéo, para auxiliar no desenvolvimento das regras, foi inferida uma
heuristica sobre a quantidade de caracteres dos termos. Todos os termos foram
contados, somados e feito a média da quantidade dos caracteres. A média resultou

entre 7 e 12 caracteres para termos, e para siglas de 2 a 3 caracteres. O valor



